基于机器人和图像识别的长距离输水隧洞的自动巡检系统研究及应用
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摘  要：【目的】针对长距离水工隧洞人工检测效率低、风险高等问题，研发一套集“自主巡检机器人+深度学习裂缝识别与量化”于一体的水工隧洞智能巡检系统，以实现隧洞病害的精准、高效检测。【方法】该系统通过多传感器融合（机器人集成了激光SLAM、深度视觉、码盘与IMU），以实现在复杂隧洞环境中的自主避障与路径规划，结合RFID无源标签辅助定位与校正，确保机器人移动精度控制在±2 cm。机身搭载智能补光系统与环形拍摄装置，可适应低照度与狭窄空间下的图像采集需求。通过对行走速度（0.6~1.0 m/s）、曝光时间（1.5~4 ms）及相机增益（3~9 dB）等关键参数进行多轮测试与优化，实现对洞壁高清图像的垂直稳定采集。采集图像输入基于改进U-Net的裂缝识别模型CrackARNet，该模型引入残差连接与通道注意力机制，在公开裂缝数据集上优于U-Net、TernausNet与Mask R-CNN等主流模型（IoU提升约4%）。系统可自动输出裂缝预测掩膜、可视化结果，并提取裂缝长度、宽度等形态参数。【结果】试验表明，该系统单次任务检测效率较传统人工方式提升约3倍；CNN算法可识别的最小裂缝宽度为2像素，测量精度达毫米级。【结论】该系统通过多传感器融合与AI算法协同，为长距离水工隧洞的精准导航、高效成像与智能诊断提供了可行的一体化解决方案，具有显著工程应用价值。
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Abstract：[Objective] To address the low efficiency and high risks associated with manual inspections of long-distance hydraulic tunnels, an intelligent tunnel inspection system is developed that integrates an autonomous inspection robot with deep learning-based crack identification and quantification, enabling accurate and efficient detection of tunnel defects. [Methods] Through multi-sensor fusion (the robot integrates laser SLAM, depth vision, encoders, and IMU), the system achieves autonomous obstacle avoidance and path planning in complex tunnel environments. Combined with passive RFID tag-assisted positioning and calibration, it ensures robotic movement accuracy within ±2 cm. The robot body is equipped with an intelligent fill-light system and a ring-shaped imaging device, enabling image capture in low-light and confined spaces. Through multiple rounds of testing and optimization of key parameters—including travel speed (0.6-1.0 m/s), exposure time (1.5-4 ms), and camera gain (3-9 dB)—the system achieves stable vertical acquisition of high-definition tunnel wall imagery. Captured images feed into CrackARNet, a crack detection model based on an enhanced U-Net architecture. This model incorporates residual connections and channel attention mechanisms, outperforming mainstream models like U-Net, TernausNet, and Mask R-CNN on public crack datasets (with approximately 4% improvement in IoU). The system automatically outputs crack prediction masks, visualizes results, and extracts morphological parameters such as crack length and width. [Results] Experiments demonstrate that the system achieves approximately threefold improvement in single-task detection efficiency compared to traditional manual methods. The CNN algorithm can identify cracks as narrow as 2 pixels, with millimeter-level measurement accuracy. [Conclusion] By integrating multi-sensor fusion and AI algorithms, this system provides a feasible integrated solution for precise navigation, efficient imaging, and intelligent diagnostics in long-distance hydraulic tunnels, offering significant engineering application value.
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0 引言

隧洞是引调水工程常采用的建筑物形式，近年来，在水资源优化配置的需求牵引下，我国水工隧洞数量和工程规模快速增长。据统计，1997年以前我国建成的隧洞总长仅608km，长度大于1km的隧洞只有113条[1]；但到了2016年底，我国建成的水工隧洞总长度超过了10000km，在建及拟建水工隧洞超过3000km，单洞最长达到283km，洞径最大达到14.6m[2]。截至2023年，我国水工隧洞累计建设长度已突破15000km，且平均每年新增隧洞长度保持在600~800km之间，滇中引水工程单条隧洞长度更是达到104.56km，大量长距离的水工隧洞的投入运行，给工程运行管理带来了极大挑战。随着服役时间的增长，隧洞自然老化，叠加内外水、高地应力等外力作用，隧洞容易发生混凝土开裂、碳化、剥蚀剥落，钢筋锈蚀，渗漏等问题，如果不能及时检测发现并加以修补，可能导致隧洞衬砌结构破坏，严重时甚至导致事故发生。如1983年建成通水的引滦入津输水隧洞在运行18年后，混凝土老化严重，衬砌出现万余条裂缝[3]；1992年建成的引大入秦盘道岭隧洞，在施工期和建成后即发现上千条裂缝[4]。《水工隧洞安全监测技术规范》（SL764—2018）规定，水工隧洞运行期日常巡查每月不宜少于1次，且在洞内放空时应进行洞内项目检查[5]。长期以来，隧洞巡检主要采用人工目视、耳听、手摸、鼻嗅等直观方法，并辅以测量工具、视频监视系统等工具，必要时采用现场检测、探测等专业技术方法。上述方法检测效率低、成本高、质量难以保证，对于长距离水工隧洞，因其常年有水的恶劣环境，洞内基本不具备布置照明、通讯、通风等设备的条件，人工巡检更是难以开展。

近年来，随着人工智能、导航定位、自动控制等技术的发展，采用无人机、无人车、无人船、水下机器人等智能无人巡检平台替换人工巡检的方案获得越来越高的关注[6-8]。对于通水期水工隧洞，主要采用水下机器人搭载摄像机和声呐等设备进行巡检，如汪天伟等[9]研发了一种水电站隧洞巡检专用的水下机器人，并在海南琼中抽水蓄能电站进行了现场检测试验，德国ATLAS的SeaCat团队[10]、黄泽孝[11]、来记桃[12]、王祥[13]、李永龙[14]、CLARKE [15]等人开展了基于水下机器人巡检平台的水下检测技术研究及应用。适用于水工隧洞停水检修期巡检的巡检机器人近年来也得到了长足发展，如YU等[16]对一种搭载有裂缝识别装置的小型移动机器人进行了室内和现场测试；武彬[17]采用爬行机器人搭载三维激光扫描仪及高清摄像装备对引水隧洞进行结构巡检，实现了引水隧洞表观缺陷形态不规则、分布不均、多种缺陷共存的巡检与分析；杨立一[18]采用自主研发的机器人搭载三维激光扫描仪，对大渡河某水电站处于停水期的引水隧洞开展了表观缺陷检测，机器人通过脐带缆提供动力，整个巡检长度约145m。虽然智能无人巡检方式得到了国内外学者和工程技术人员的高度关注并取得了较大发展，但目前该领域仍面临着诸多亟待解决的突出问题：多数机器人仍需人工远程操控或预设路径，受通信距离、带宽、洞内障碍物及复杂水工环境制约，尚未实现长距离、全自主巡检，长距离水工隧洞巡检工作中仍缺乏应用案例；依赖于缆线供电或有限电池续航，难以支撑数十公里以上隧洞的连续作业；洞内无线信号遮蔽严重，实时数据传输与远程控制难以保障；当前平台多侧重于单一类型数据采集，缺乏多传感器融合与协同分析能力，难以同步实现裂缝等多类病害的综合诊断。

除平台自主性外，智能巡检的另一关键挑战在于如何对采集数据进行自动、精准的分析，从而进一步减少人工判读工作量，实现病害及其属性的自动化识别与统计。基于视觉的图像处理方法因具有非接触、效率高和直观性强等优点，已成为该方向的研究重点。现有方法主要分为两类：基于传统图像处理的方法和基于深度学习的方法。传统图像识别方法依赖于人工设计特征及阈值选择，主要包括阈值分割、边缘检测、特征匹配和形态学操作等[19-23]。这类方法计算量小、运算快、实现简单，例如通过设定灰度阈值分割病害区域，或利用一阶导数检测边缘。GERMAN等[24]采用基于局部熵的阈值分割算法检测剥落，再结合模板匹配进行测量； ZHANG等[25]开发了一套自动检测与分类系统，通过形态学与阈值技术提取疑似病害区域，并利用形状描述符进行表征。然而，传统方法参数依赖性强、特征提取能力有限，在面对实际环境中的光照不均、阴影、污渍及复杂纹理等多源干扰时，泛化能力不足，工程适应性较差[26]。相比之下，基于深度学习的方法尤其是卷积神经网络（CNN）能够自动学习特征，无需人工干预，已成为病害智能检测的主流方向，并在端到端的病害分割任务中表现优异[27-28]。柴雪松等[29]提出了基于CNN的衬砌裂缝识别算法，经现场数据验证可有效定位与分割裂缝；ZOU等[30]构建的DeepCrack模型通过融合多层次特征实现了裂缝的像素级分割，且对强光与背景噪声表现出较好的鲁棒性；LI等[31]采用FCN进行多类病害像素级分割，但对小尺寸病害识别效果有限；XU等[32]针对复杂背景下的检测问题，改进了Mask R-CNN中的路径增强金字塔网络和边缘检测分支，提升了病害检测与分割的准确性，但在小样本学习场景下模型性能仍然受限。针对小样本学习的优化需求，RONNEBERGER等于2015年提出了FCN的变体U-Net网络架构。该网络创新性构建对称型编码-解码结构，编码器通过连续下采样提取多尺度特征，解码器利用转置卷积实现特征图分辨率恢复。核心创新在于引入跨层级跳跃连接机制——将编码阶段各层特征图与对应解码层进行通道拼接，形成浅层定位信息与深层语义特征的融合通道，使得图像分割的精度大大提升。Cheng J等采用了U-Net作为道路裂缝检测的主体模型，在多个道路进行了裂缝数据集中测试；HOU等[33]通过融入SE与 ResNet模块改进了U-Net模型，提升了复杂环境中的病害识别精度。目前，基于图像处理的缺陷自动识别技术已从传统方法向深度学习快速演进，成为智能巡检数据分析的核心支撑，然而，该领域仍面临以下挑战：水工隧洞缺陷样本稀少，且高质量标注需要专业经验，制约了监督学习模型的泛化性能；洞内昏暗、积水、苔藓等干扰因素严重影响图像质量，导致模型识别精度下降；深度学习模型计算量大，难以直接部署于移动巡检平台，需在精度与效率之间取得平衡。
针对长距离水工隧洞人工巡检效率低、风险高与现有智能技术存在自主性不足、环境适应性差、病害识别自动化程度不高等突出矛盾，本文提出一种集“高精度自主移动平台”与“智能视觉分析算法”于一体的系统性解决方案，通过多传感器融合导航与自适应高清成像技术，采用激光SLAM、RFID定位校验与改进U-Net深度学习模型相结合的方法，构建一套具备自主巡检、稳定采集、精准识别与量化分析能力的隧洞智能巡检系统。最后，依托隧洞工程进行实地测试，验证该方案在真实场景中的巡检效率与精度。

1 巡检机器人设计和实现

1.1 总体方案

隧洞智能巡检机器人系统基于多元融合高精度自主导航技术和高机动性四驱四转全向移动轮式底盘，搭载多源感知传感设备的上装，集先进的信息技术、网络技术、传感器技术、移动机器人技术等多种高科技技术为一体，包含安全防护单元、底盘及驱动单元、供电单元、主控单元、通讯单元、智能检测单元等模块，具备高度智能化、耐高低温、防水防尘、续航时间长的优势。

隧洞智能巡检机器人主要有自主巡检、遥控巡检、运动拍照、图像识别、环境监测、故障自检、巡检报表分析等功能，在无人值守的隧洞环境内进行智能化巡检作业，替代人工完成隧洞巡检中遇到的繁、难、险和重复性的工作，并能够及时发现隧洞衬砌的外观缺陷、内部潜在风险等异常现象，解决现有技术中人工巡检隧洞工作效率低、安全系数低的问题。

考虑到引调水隧洞洞长、洞径因素以及复杂的工作环境特征，巡检机器人须具备耐高低温、防水防尘、续航时间长等特征。综合上述要求，提出巡检机器人相关技术参数如表1所列，设计方案如图1所示。

表1 隧洞智能巡检机器人技术参数
Tab.1 Technical parameters of the tunnel intelligent inspection robot
	参数类型
	项 目
	参 数

	机械参数
	长×宽×高/mm
	1200×700×1500

	
	整机重量/kg
	300

	
	最大负载/kg
	200

	性能参数
	最高车速/m·s-1
	≥1.5

	
	续航里程/km
	≥28

	
	防水等级
	IP65

	
	越障高度/mm
	70

	
	爬坡角度(°)
	≥15

	
	涉水深度/mm
	200

	
	涉沟宽度/mm
	250
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（a）整体效果
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（b）上装爆炸图
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（c）下装爆炸图

图1 隧洞智能巡检机器人设计方案

Fig.1 Design scheme of the tunnel intelligent inspection robot

1.2 机器人驱动和导航

巡检机器人主体由模块化底盘、导航避障模块、驱动模块、数据采集模块等主要功能模块组成，系统采用高性能嵌入式CPU控制，GPU图像处理，全工业化元器件设计。

（1）模块化底盘。用于搭载激光雷达、超声波雷达、定位模块、摄像头等智能设备，需具有较强的载荷能力和通过能力，能够应用于各类自动驾驶场景。

（2）导航避障模块。采用激光SLAM为主，视觉SLAM为辅的方式进行导航避障。在行驶过程中，通过融合激光与里程计的数据，进行位置初步定位；同时，在拱顶位置每隔500m布置RFID无源标签，机器人行进至此时采集标签数据，进一步校准位置数据，实现精准定位。如图2所示。

（3）驱动模块。采用四驱四转的驱动结构设计，支持前进、后退、平移、斜移、原地旋转等运动控制。


[image: image5.emf]RFID无源标签 RFID无源标签 RFID无源标签 RFID无源标签


图2 隧洞智能巡检机器人RFID定位示意

Fig.2 Schematic diagram of RFID positioning for the tunnel intelligent inspection robot

1.3 数据采集模块

数据采集模块主要由工业相机和补光装置组成，相机布置和补光装置均根据九龙岭隧洞断面型式及断面尺寸进行专门设计。

（1）相机布置。为确保相机视角能覆盖整个断面区域，同时相邻相机采集的图像有不少于50%的重叠区域，数据采集模块由8台海康MV-CH100-60GC工业相机（分辨率4096 × 2460，像素1000万）组成，镜头采用海康MVL-KF1228M-12MPE（视场角 D66.7°，H：57°，V：45°）。相机布置方式如图3所示。
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（a）相机布置角度
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（b）相机视场及叠加区域

图3  相机布置形式示意
Fig.3 Schematic diagram of camera arrangement

在2.5m拍摄距离下，选型相机1个像素对应的物体尺寸约为0.67mm，考虑机器人运动速度在0.6m/s~1.0m/s区间，若要较为准确地获得宽度1mm以上的裂缝，拍摄的图片拖影不宜超过2个像素，由“曝光时间×物体运动速度 < 运动方向精度”可得，曝光时间×运动速度 < 0.67mm×2，初步计算得到曝光时间应不大于1.34~2.23ms，初步选择相机的曝光时间范围为1ms~3ms。

（2）补光装置。根据光照度测试成果，在隧洞封闭黑暗环境下要确保相机在1ms曝光时间下拍出的照片满足计算机图像识别要求，光照度须达到2285 lm/㎡以上。由此，确定机器人补光方案由42个聚光60°高光效LED模组构成，单模组50W，共2100W，补光灯布置形式如图4所示。
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图4 补光灯布置形式示意

Fig.4 Schematic diagram of supplementary light arrangement

2 图像裂缝识别

2.1 裂缝检测模型

本文隧洞裂缝智能识别方法采用基于U-Net卷积神经网络改进的CrackARNet（Crack Attention Residual Net）模型，如图5所示，主体结构为经典的U-net网络，模型设计了跨层级跳跃连接机制，通过将编码器各层特征图与对应解码层进行通道拼接操作，可实现浅层高分辨率定位信息与深层抽象语义特征的有机融合。这种多尺度特征融合策略可有效解决隧洞裂缝样本数据量有限时模型训练精度不足的难题，使得模型在小样本条件下仍能保持优异的识别性能。
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图5  CrackARNet模型结构

Fig.5 Structure of the CrackARNet model

针对隧洞复杂背景干扰下的误分割问题，模型在编码器模块引入双重优化机制，如图6所示。一方面，采用残差学习单元构建网络基础模块，通过跳跃连接缓解梯度消失问题，增强模型的特征表达能力；另一方面，集成通道注意力机制，通过“压缩-激励”双阶段处理（最大池化降维→全连接层权重学习→Sigmoid激活生成通道权重），动态调整各特征通道的响应强度。该机制使模型能够自主增强裂缝相关特征通道的权重系数，同时抑制背景噪声的干扰特征，在未改变编码器主体结构、仍可使用预训练参数的前提下，提升了模型的特征选择能力与收敛效率。
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图6  引入通道注意力的残差结构

Fig.6 Residual structure with channel attention

在损失函数设计方面，考虑到隧洞裂缝图像的像素规模特性，选用交叉熵损失函数作为优化目标。该函数通过计算预测概率分布与真实标签分布的KL散度，有效平衡了模型训练速度与梯度稳定性之间的关系，公式如下
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式中，
[image: image13.wmf]n

为像素总数；
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为像素i的真实标签；
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为预测概率。相较于传统均方误差损失，该函数在反向传播过程中能避免梯度值随网络深度增加而指数衰减的问题。

模型训练和测试采用TCSC[33]数据集，按照8：1划分训练集和验证集。通过迁移学习策略，先从Pytorch官方网站获取的ResNet网络的权重并初始化参数，再使用混凝土裂缝训练集对该模型进行训练，使用验证集对模型的参数进行微调，从而在缩短训练时间的同时达到较高的准确率。训练过程发现，模型在迭代20次后达到收敛，如图7所示。
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图7 训练模型时的损失收敛

Fig.7 Loss convergence during model training

模型训练完成后，采用端到端的裂缝识别流程：输入隧洞图像经卷积计算生成像素级裂缝概率图，通过阈值分割（典型阈值为0.1）转换为二值灰度图，如图8所示。试验表明，该算法在暗光、渗水干扰等工况下均能保持稳健的检测性能。
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图8  裂缝识别测试结果

Fig.8 Crack identification test results

2.2 裂缝识别效果对比
在模型训练完成后，本文选取了性能最优的模型，并将其与其他裂缝检测的语义分割模型（如U-Net、TernausNet和Mask R-CNN）在裂缝数据集上进行了测试。测试结果的图像原图及其相应的预测结果如图9所示。
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图9  各模型的测试结果对比

Fig.9 Comparison of test results across models
试验结果表明：（1）U-Net和TernausNet模型在裂缝识别方面的精度显著低于人工识别。这些模型对于裂缝图像易出现漏识别，特别是在面对细小且不规则的裂缝时，预测结果常在裂缝路径的某些位置出现大面积破碎，导致无法准确显示其具体形态和位置；（2）VggNet模型在预测裂缝图像时，检测到的裂缝像素较多，相较于CrackARNet模型和人工识别结果，更容易出现误识别。这表明该模型存在一定程度的过拟合现象，可能导致隧洞巡检任务中的误报警；（3）CrackARNet模型在不同照明条件、相机角度及混凝土背景下的裂缝图像中表现出良好的识别效果。它能够区分阴影、混凝土修补痕迹或伸缩缝等形似裂缝但非裂缝的图像，排除模糊图像、管片编号和杂物干扰等各种噪声干扰，从复杂的背景中准确识别出裂缝。该模型具备良好的泛化性和鲁棒性，更适用于裂缝的检测任务。

在图像识别领域，分类器的性能通常通过混淆矩阵(Confusion Matrix，CM)来评估，如表2所列，该方法通过对比真实图像与预测图像中每个像素点的类别，将结果归纳为四种情况：真阳性（TP，预测为裂缝且实际为裂缝）、假阴性（FN，预测为非裂缝但实际为裂缝）、假阳性（FP，预测为裂缝但实际为非裂缝）和真阴性（TN，预测为非裂缝且实际为非裂缝）。

表2  混淆矩阵

Tab.2 Confusion matrix
	
	预测值

	真实值
	Positive
	Negative

	Positive

Negative
	TP
	FN

	
	FP
	TN


在基本混淆矩阵的基础上，提出了几种准确性评价指标[34-36]，包括像素精度(Pixel Accuracy)、精度(Precision)、交并比(Intersection over Union)和骰子系数(Dice Coefficient)。上述指标的计算公式如下
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式中，PA为像素精度；P为精度；IoU为交并比，Dice为骰子系数。
采用评价指标计算这些模型的评价指标，结果如表3所列。

表3 模型效果统计与对比

Tab.3 Statistical analysis and comparison of model performance
	模 型
	PA/%
	P/%
	IoU/%
	Dice/%

	CrackARNet
	98.96
	84.24
	60.19
	75.17

	Mask R-CNN
	98.97
	74.82
	56.15
	71.91

	TernausNet
	97.97
	77.68
	56.06
	71.84

	U-Net
	97.65
	77.94
	56.02
	71.81


由上表可得到以下结论：（1）四种算法的像素精度（PA）比较接近，且均在97.6%以上。只从该指标来看，这四个模型对裂缝检测效果都比较好，不好区分CrackARNet模型和Mask R-CNN模型的优劣。（2）Mask R-CNN模型的精确率（P）明显比CrackARNet模型低一些，说明Mask R-CNN模型更容易在各种干扰（噪声）下发生对裂缝像素的误识别，识别效果更低。（3）Dice与裂缝位置的识别精度成正相关。因此认为，CrackARNet模型能够更精准地预测出裂缝位置，对于裂缝识别任务而言，更精准地预测可以减小人工复查的工作量。

2.3 裂缝宽度确定

基于图像识别结果可进一步量化裂缝形态参数，其中裂缝宽度作为核心形态参数，对结构性能的影响最为显著。针对隧洞工程场景，传统接触式测量手段存在实施难度大，鉴于此，本文采用基于计算机视觉的非接触式测量技术，来获取混凝土裂缝的最大宽度。

首先，从模型预测结果中得到的裂缝像素属性。通过拓扑学变换将多像素宽度的裂缝区域转化为单像素中心线表征[37]，即将裂缝预测掩膜转化为裂缝骨架图，如图10所示。
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图10  裂缝骨架化

Fig.10 Crack skeletonization

在计算裂缝的像素宽度时，可通过垂直于骨架方向对骨架函数积分，从而得到每个骨架像素点所在位置的宽度，并从中选取最大值得到最大像素宽度。公式如下
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式中，
[image: image25.wmf]max

D

为最大像素宽度（pixel）；
[image: image26.wmf]dl

为垂直于骨架走向的像素宽度（pixel）；以图像左下角为坐标原点，x和y分别为像素点在水平和竖直方向的坐标。

然后，将图像中裂缝的像素宽度转换为实际宽度。转换公式如下
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式中，
[image: image28.wmf]Actual

W

为裂缝的实际宽度（mm）；
[image: image29.wmf]Pixel

W

为裂缝图像的像素宽度（pixel）；k为二者间的缩放比例（单位：mm/pixel）。

如图11所示，可以通过物距法和高斯成像公式得到该缩放比例，公式如下
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式中，f为焦距（mm）；v为像距（mm）；u为物距（mm）；dpi为相机横向/纵向分辨率（pixel）；sensor为传感器横向/纵向尺寸（mm）。此时，k的计算式中仅有物距u为未知量，其他均为相机的内部参数，可通过查阅相机参数表得到。
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图11  相机成像原理

Fig.11 Camera imaging principle

由此在影像采集过程中同步获取拍摄相机与隧洞表面的相对空间距离，构建出像素尺度与实际物理尺寸的定量映射关系。因此，可结合模型预测结果中得到的裂缝像素属性，计算出裂缝的实际属性。

3 数据采集参数设置研究

由于巡检对象为超长隧洞，考虑到巡检时长要求，巡检机器人无法在停止行进并充分曝光的状态下拍摄，因此数据采集模块必须综合考虑机器人的行走速度、补光灯强度和相机曝光时间等多重因素，以使机器人在高效采集图像数据的同时保证图像质量。以一个具有较多裂缝缺陷的墙面作为测试对象，如图12所示，验证补光方案的合理性，同时确定适合九龙岭隧洞巡检机器人采集图像数据的最优巡检速度和曝光时间等参数。
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图12 测试用的混凝土墙

Fig.12 Test concrete wall

3.1 行进速度

在自然光的理想照度下对不同运动速度、不同曝光时间进行组合测试，通过检查图像中拖影的大小来判断最优方案。相机运动速度设3种情况：0.6m/s、0.8m/s、1.0m/s；曝光时间设4种情况，1.5ms、2.0ms、3.0ms、4.0ms。采集的图像情况如表4所示。

对裂缝区域局部放大之后，可以发现：0.6m/s速度下，超过3ms时，0.4mm的缝隙目测模糊；

0.8m/s速度下，超过3ms时，0.8mm的缝隙目测模糊；

1.0m/s速度下，超过2ms时，0.8mm的缝隙目测模糊。

考虑到增加曝光时间可降低补光功率，因此建议的运动速度在0.8m/s内，曝光时间2ms内，此时拍摄的图片拖影基本上可以忽略，满足目测清晰要求。

表4 不同速度与曝光时间下的图像
Tab.4 Images under different speeds and exposure times

	行驶速度
	1.5ms曝光
	2ms曝光
	3ms曝光
	4ms曝光

	0.6m/s
	[image: image33.png]
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	0.8m/s
	
	
	
	

	1.0m/s
	
	
	
	


注：红框代表满足图像目视清晰的最大曝光时间。
3.2 相机曝光时间

由于隧洞内为黑暗环境，巡检机器人虽然有补光措施，但和自然光照无法相提并论，必须进一步对补光方案和曝光时间进行优化。本次测试采用的传感器尺寸为13.2mm×8.8mm，相机焦距12mm，拍摄的图片大小4096pixel×2460pixel，计算出图像短边（也是隧洞前进方向）的放缩比例
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。即传感器每1个像素代表2.65m处外部物体的实际长度0.78mm，根据建立运动模糊约束条件，公式如下
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式中，
[image: image39.wmf]exposure

为曝光时间（s）；
[image: image40.wmf]velocity

为机器人运动速度（m/s）；
[image: image41.wmf] 

SportsPrecision

为运动方向精度（mm）。
考虑到后续论述的图像检测的精度大于两个像素，因此要使巡检机器人在运动过程中拍摄产生的拖影对图像检测几乎无影响，则被拍摄隧洞表面在快门开启期间位移不宜超过2个像素，即
[image: image42.wmf] 20.741.56mm
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。若巡检机器人在隧洞中的水平前进速度为0.8m/s，估算得到的曝光时间应不大于1.95ms。因此初步选择机器人的运动速度为0.6~1.0m/s相机的曝光时间范围为1ms~4ms。进行曝光参数和补光措施测试，测试时间选在晚上，以模拟隧洞中黑暗环境；补光照度选择2种情况：4000 lm/m2、6000 lm/m2；相机曝光时间设3种情况：1.0ms、1.5ms、2.0ms；基于之前的测试经验，为提升相机在黑暗环境下拍摄的图片清晰度，本次试验增加相机增益措施，增益的分贝与ISO（感光度）相对应，每增加6db相当于ISO翻一倍，测试了3db、6db、9db三种情况。将采集的图像进行裂缝识别，情况如表5所示。

表5 不同工况下裂缝细节测试结果
Tab.5 Crack detail test results under different working conditions

	曝光时间

补光+增益
	1.0ms曝光
	1.5ms曝光
	2.0ms曝光

	
	原图
	结果
	原图
	结果
	原图
	结果

	补光照度4000 lm/m2
	3db
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	6db
	
	
	
	
	
	

	
	9db
	
	
	
	
	
	

	补光照度6000 lm/m2

	3db
	
	
	
	
	
	

	
	6db
	
	
	
	
	
	

	
	9db
	
	
	
	
	
	


注：绿框代表满足图像目视清晰的最大曝光时间。

从图中可以看出，在0.8m/s运动速度下，1.5ms曝光时间，4000 lm/m2照度1.5ms+9db相机配置（绿框），以及6000 lm/m2照度1.5ms+6db相机配置（绿框）拍摄的图片局部细节处裂缝与周边对比明显，识别效果最好，满足采样需求。

4 实际隧洞的自动巡检

4.1 隧洞概况

本节在湖南省安化县某隧洞（下面称为AH隧洞）对智能巡检机器人和裂缝识别算法进行了实测，如图13所示，AH隧洞高6.8m，宽6m，断面型式为城门洞形。需要说明的是，虽然AH隧洞不是水工隧洞，但水工隧洞巡检的特殊性主要为无光、无信号和无通风的环境，只要智能巡检机器人能在无光或微光的环境下全程自主完成巡检并采集到合格的图像数据，即可认为该巡检机器人设计方案和参数设定是合适的。测试时将智能巡检车送往洞口，沿着隧洞中心路线开始巡检。
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图13 隧洞采样现场

Fig.13 Tunnel sampling site

为此选择调试出合适的巡检小车补光强度，使得拍摄的照片明亮度满足裂缝检测和人工辨识的标准，结合之前对比的图片质量结果设置小车的行进速度，以及多次测试的过程中选定的相机参数，巡检小车和相机的参数如表6所列。

表6 测试过程相关参数

Tab.6 Relevant parameters during the testing process

	小车参数
	采纳值
	相机参数
	采纳值

	巡检距离/m
	350
	曝光时间/ms
	1.5

	行进速度/m·s-1
	0.8
	光圈大小（增益的分贝）
	F2.4

	测试时间/s
	200
	照片质量（ISO）/db
	9

	补光照度/lm·m-2
	3000
	传感器尺寸/mm
	13.2×8.8

	小车功率/KW
	1.66
	相机焦距/mm
	12

	拍照频率/fps
	2
	图片大小/pixel
	4096×2460


4.2 测试结果分析

（1）巡检完成度。本次测试共拍摄图片3192张，当需要在隧洞中拍摄照片时，安装在小车上的八个相机同时拍摄，如图14所示，对比一圈的八张图片发现，该方法正好覆盖隧洞除了底部的一圈界面，无遗漏。
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注：蓝色线条标示出相邻两幅图像之间的重叠区域

图14 隧洞同一截面的照片存在重叠部分

Fig.14 Overlapping parts in photos of the same tunnel cross-section

（2）巡检图片识别。当巡检得到照片后，将其输入基于卷积神经网络算法搭建的裂缝自动识别程序CrackARNet中，生成相应的裂缝预测掩膜prediction和可视化结果visualization。本次测试得到裂缝照片如图所示17所示，可以发现本次测试得到图像清晰度较高，程序识别结果正确，对于较长裂缝表现出良好的识别效果。
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图15 含有裂缝的图像识别结果

Fig.15 Identification results of images containing cracks

（3）与人工巡检对比。基于深度学习的裂缝自动识别模型，在随机选取的500张隧道衬砌图像中，以长度大于50像素、宽度大于5像素为条件进行筛选，共成功检测出103条隧洞裂缝。

相比之下，人工巡检采用两种方式：第一种为现场人工巡检，受限于现场缺乏台车等合适工具，无法检测顶拱及两侧较高区域的裂缝，仅能观察两侧位置较低的区域（见图16）。该方式共发现11条位于较低位置的裂缝（见图17），并实地测量了它们的宽度与长度。
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图16  现场人工巡检

Fig.16 On-site manual inspection
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图17  现场人工巡检裂缝位置

Fig.17 On-site manual inspection of crack locations

另一种人工巡检方式则是通过台车拍摄图像后，由人工进行判读。此过程耗时约6个工时，图片人工识别和模型自动识别经比对分析如图18所示，仅识别出76条裂缝，且无法测量裂缝的宽度与长度。
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图18 人工识别与模型识别对比

Fig.18 Comparison between manual identification and model identification

现场存在的表面水渍污染、混凝土斑驳及管线残留物等复杂环境干扰，尤其是渗水区域与背景色斑的混杂效应，显著降低了人工目视判别的准确性。检测人员受视觉疲劳影响，在持续作业中难以有效辨识弯曲裂缝及纹理干扰区的细微裂缝，而且统计时已排除了长度小于50像素、宽度小于5像素的细小裂缝，由此可认为实际工程中人工巡检隧洞裂缝时需投入庞大的人力成本。

因此认为隧洞智能检测系统中的裂缝识别模型，可稳定识别斑驳背景中的裂缝形态特征，其分析过程不受环境干扰物影响。相较于需要反复比对、多人复核的传统人工巡检方式，智能系统能在数秒内完成单帧图像的全要素分析，既避免了主观判断偏差，又显著提升了检测效率。实际工程中推广此类技术，可有效解决人工巡检强度大、标准执行不统一等问题，特别适用于存在渗水、表面污损的隧道环境，为基础设施健康监测提供了更可靠的自动化解决方案。

（4）裂缝像素属性计算

基于本次测试的图像预测结果，采用中轴算法对裂缝进行骨架提取。根据裂缝像素属性计算公式（2），即可得到裂缝的最大像素宽度
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，如图19所示。
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图19 裂缝最大像素属性计算结果

Fig.19 Calculation results of maximum pixel attributes of cracks

根据放缩比例计算公式（4），代入本次测试中第一个隧洞的相机拍摄参数与隧洞数据可得：
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结合裂缝像素属性计算结果便能计算实际的裂缝属性值，例如图18中最大裂缝宽度
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5 智能识别精度讨论

5.1 裂缝识别精度

本测试通过试验验证裂缝识别模型的检测精度下限：首先选取图20所示肉眼可辨识的窄裂缝样本，采用专业图像工具进行亚像素级测量，确认最小可识别宽度为2像素；随后优化裂缝标注方法，筛选长度超过120像素的目标裂缝并记录其最小像素宽度的形态参数（如图21所示）。试验结果表明，模型可实现2像素级（约1.40mm，按0.70mm/像素换算）的裂缝宽度检测精度，验证了其对微裂缝的可靠识别能力。
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图20  图中占两像素宽度的裂缝预测结果

Fig.20 Prediction results for cracks with two-pixel width in the image
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图21 裂缝最小像素宽度计算结果

Fig.21 Calculation results of minimum pixel width of cracks

5.2 裂缝属性测量精度

选择测量过的11条裂缝属性值对比如表7所列。
表7 人工巡检与机器识别结果对比

Tab.7 Comparison between manual inspection and machine recognition results

	类 别
	宽度/mm
	长度/m

	
	人 工
	机 器
	人 工
	机 器

	裂缝1
	1.35
	1.56
	1.50
	1.49

	裂缝2
	1.75
	1.95
	0.47
	0.46

	裂缝3
	2.75
	3.12
	2.56
	2.54

	裂缝4
	1.90
	2.03
	1.65
	1.63

	裂缝5
	1.44
	1.56
	0.93
	0.91

	裂缝6
	1.75
	1.95
	1.56
	1.53

	裂缝7
	3.71
	3.90
	0.90
	0.89

	裂缝8
	1.95
	2.11
	1.54
	1.54

	裂缝9
	1.43
	1.56
	0.93
	0.92

	裂缝10
	2.32
	2.57
	1.79
	1.78

	裂缝11
	2.41
	2.65
	2.46
	2.45


机器识别出的裂缝最大宽度普遍高于人工测量结果。造成这一差异的主要原因如下：其一，机器在识别过程中容易将裂缝边缘或相邻的混凝土剥落区域一并纳入检测范围，导致在图像中呈现的像素宽度偏大；其二，训练数据集的标注本身存在固有偏差：标注人员依赖目视手动勾画裂缝边界，易将邻近的非裂缝区域误标为裂缝，或遗漏裂缝内部部分像素。

为减小上述误差，可采取以下方法：一是缩短机器人在拍摄时与隧洞表面的距离，或提升机器人所搭载高清相机的像素，使拍摄到的图像中裂缝特征更为明显，从而提升检测可靠性。二是降低数据集中标注误差，提高裂缝识别的像素级精度。具体可在标注过程中对含裂缝区域进行局部放大，以便清晰判别每个像素点，将标注精度提升至1个像素甚至更高。然而，该方法会显著增加标注工作量，难以完全依赖人工完成。更可行的途径是结合人工智能与专家经验[38]，构建人机协同标注流程：先由机器学习模型完成初步标注，再由专家进行像素级复核与修正，从而在保证精度的前提下提升效率。

在裂缝长度方面，机器识别结果通常短于人工目测。人工观测时，容易将视觉上断续的裂缝在认知中连接为一条，并可能纳入更细微的延伸部分；而机器识别则严格依赖像素连续性，往往只检出视觉上明显、连贯的区段，对断裂部分不作连接处理，因此整体累计长度也常小于人工估算值。

6 结  论

6.1 主要结论

本文重点针对长距离水工隧洞智能巡检机器人开展研究，通过运用多传感器融合、智能补光、垂直环拍、AI算法等集成创新，实现了毫米级精度裂缝的量化分析，构建了适应复杂隧洞环境的多模态检测平台，突破了传统单一传感器巡检车在长距离、低光照场景下的局限性，主要结论如下。

（1）巡检机器人采用模块化设计（激光SLAM+RFID校正+智能补光），兼具环境适应性与成本效益，可灵活应对不同隧洞结构与光照条件，降低了对专业操作人员的依赖。

（2）研发了适应隧洞狭长空间的成像系统及参数优化方法。针对低光照、狭窄空间及运动成像的挑战，设计了环形拍摄布局与智能补光系统，并通过多组对比试验，确定了机器人行进速度（0.6-1.0 m/s）、相机曝光时间（1.5-4 ms）及增益（3-9 dB）等关键参数的最优组合，保障了在动态行进中获得稳定、高清的洞壁图像，解决了传统巡检中存在的成像盲区与失真问题。

（3）验证了基于深度学习的裂缝智能识别模型在实际工程中的有效性。在AH隧洞的现场测试中，该系统成功实现了对衬砌裂缝的自动检测与量化分析。相较于传统人工巡检方式，智能系统单次任务的检测效率显著提升，对裂缝的最小可识别宽度达到2像素（约1.40mm），测量精度达毫米级，显著提升了巡检的全面性、客观性与效率。

（4）该机器人巡检方案为水工隧洞智能化运维提供了可复用模式，其数据驱动的分析框架可拓展至管廊、地铁等相似场景，推动地下工程安全巡检技术的标准化发展。

6.2 研究展望

尽管本文在长距离输水隧洞的自动巡检领域取得了阶段性成果，但仍存在进一步深化与拓展的空间，未来可从以下方向开展探索。

（1）全工况适应性与机器人协同巡检。本文主要针对停水期隧洞环境开展巡检，未来可研发具备水下作业能力的机器人或水下-地面协同巡检系统，实现对通水期隧洞的全工况覆盖。此外，可探索多机器人协同巡检模式，通过任务分配与路径优化，进一步提升长距离、大断面隧洞的巡检效率与覆盖率。

（2）多类病害协同检测与智能诊断。当前系统主要针对裂缝类缺陷进行识别与量化，未来可进一步拓展至渗水、剥落、钢筋裸露、衬砌变形等多类病害的协同检测。通过构建多任务深度学习模型，实现对不同病害类型的自动识别、分类与严重程度评估，并结合结构健康监测数据，建立病害演化预测模型，为隧洞维护决策提供更全面的智能支持。

（3）裂缝形态连续性与语义理解的算法优化。当前模型在裂缝长度预测上，因严格依赖像素的空间连续性，对视觉上断裂但在结构上同属一条的裂缝识别不完整，导致测量长度偏短。这与人工基于先验知识和语义理解进行“认知连接”的判断模式存在差异，未来的研究可致力于开发能够模拟人类视觉认知机制的算法。

（4）系统长期可靠性与运维支持机制研究。本文所依托工程尚处于建设末期，系统在长期运行中的耐久性、稳定性及维护需求有待在实际运维周期内持续验证。未来应开展长期跟踪监测，积累不同环境、不同负荷下的运行数据，通过数据支撑与对比分析论证巡检系统的耐久性、稳定性，为大规模推广应用提供可靠性保障与标准化运维范式。
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