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[bookmark: 中文摘要_2]摘  要：【目的】气候变化与人类活动共同作用下，径流序列呈现显著的非平稳性和多尺度波动特征，中长期径流预报的难度增加。为提高单一模型在复杂径流条件下的预报精度，【方法】提出一种“双层分解-预测-重构-残差校正”的一体化组合预报模型：首先采用极点对称模态分解（ESMD）将径流序列分解为多尺度振荡分量和趋势余项，并对高频波动分量应用变分模态分解（VMD）进行细化解耦；然后利用遗传算法（GA）优化回声状态网络（ESN），对各分量分别建模并加和重构获得初始预报值；最后构建基于残差的自回归（AR）误差校正模型，利用残差序列的时序相关性预测修正项并叠加至重构结果完成后验校正，将该ESMD-VMD-GA-ESN-AR组合模型应用于黄河上游四个水文站的年、月径流预报。【结果】结果表明，四站年、月径流预报的纳什效率系数均超过0.9，与其他十三种对比模型相比，有效提升了预报合格率，大幅度降低了均方根误差、平均绝对误差与平均相对误差，整体预报效果更好。【结论】构建的组合预报模型能够有效捕捉径流的复杂波动特征，为非平稳径流序列的中长期精细化预报提供了一种可推广的技术路径。
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[bookmark: 英文摘要_2][bookmark: MOD_2][bookmark: MOD_10][bookmark: MOD_3][bookmark: MOD_11][bookmark: MOD_4][bookmark: MOD_12][bookmark: MOD_13][bookmark: MOD_5][bookmark: MOD_6][bookmark: MOD_14][bookmark: MOD_7][bookmark: MOD_15][bookmark: MOD_16][bookmark: MOD_8][bookmark: MOD_9][bookmark: MOD_17][bookmark: MOD_18]Abstract：[Objective] Under the combined influence of climate change and human activities, runoff series exhibit pronounced non-stationarity and multi-scale fluctuation characteristics, increasing the difficulty of medium- and long-term runoff forecasting. The aim is to improve the forecasting accuracy of single models under complex runoff conditions. [Methods] An integrated ensemble forecasting model of “two-layer decomposition-prediction-reconstruction-residual correction” was proposed. First, extreme-point symmetric mode decomposition (ESMD) was used to decompose the runoff series into multi-scale oscillatory components and a trend residual, and variational mode decomposition (VMD) was applied to high-frequency fluctuation components for refined decoupling. Then, a genetic algorithm (GA) was employed to optimize the echo state network (ESN). Each component was modeled separately by the ESN, and the outputs were summed and reconstructed to obtain the initial forecasted values. Finally, an autoregressive (AR) error correction model based on residuals was constructed. The temporal correlation of the residual series was utilized to predict the correction terms, which were then superimposed onto the reconstructed results to complete the posterior correction. The ESMD-VMD-GA-ESN-AR ensemble forecasting model was applied to annual and monthly runoff forecasting at four hydrological stations in the upper reaches of the Yellow River. [Results] The results showed that the Nash-Sutcliffe efficiency coefficients for annual and monthly runoff forecasts at the four stations exceeded 0.90. Compared with the other thirteen benchmark models, the ensemble forecasting model effectively improved the forecast qualification rate, substantially reduced the root mean square error (RMSE), mean absolute error (MAE), and mean absolute percentage error (MAPE), and achieved better overall forecasting performance. [Conclusion] The constructed ensemble forecasting model can effectively capture the complex fluctuation characteristics of runoff, providing a transferable technical pathway for refined medium- to long-term forecasting of non-stationary runoff series.
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[bookmark: 一级标题序号_1][bookmark: 一级标题_2]0 引言
[bookmark: 正文段落_2]中长期径流预报是水文学的重要研究领域，其预报结果不仅可为水资源管理提供支撑，也可为防洪抗旱决策和防灾减灾措施制定提供依据[1-2]。由于降水、气温和人类活动等多重因素的共同作用，径流过程呈现出显著的非线性、非平稳性及多尺度波动特征，加剧了预报的不确定性[3-4]。现有径流预报方法按机理主要分为过程驱动与数据驱动两类[5-6]：过程驱动模型能够表征水文物理机制，但结构复杂、参数众多且依赖率定，不确定性较高，难以满足快速更新与跨区域应用需求；相比之下，数据驱动模型依托观测数据直接学习径流与影响因子的非线性关系，先验约束较少、建模效率高且便于更新移植，在径流时间序列预测中更具实用优势[7]。但数据驱动模型若直接对原始径流序列建模，仍易受高频噪声与非平稳扰动影响，难以稳定刻画多尺度波动细节，对含噪声与突变特征的复杂径流过程适应性不足，从而制约预报精度的提升[8]。
[bookmark: 正文段落_4]为提高径流预报精度，研究者往往通过耦合不同方法的优势构建组合预报模型[9]。其中，基于“分解-预测-重构”思路的预报框架较为突出，其核心是利用分解技术将非平稳径流序列拆分为若干相对平稳的子序列，再结合神经网络或机器学习模型进行分项建模并重构输出，从而提升预报精度与可靠性[10-11]。相较于传统单一模型，这种分阶段的建模策略在多流域径流预报中表现出更强的适应性与可解释性[12-13]。徐军杨等[14]采用自适应噪声完备集合经验模态分解方法分解月径流序列，并结合改进算法优化时间卷积网络构建组合模型，在岷江镇江关站月径流预报中取得较好效果；郑鑫等[15]采用集合经验模态分解方法分解径流序列并以粒子群算法优化广义回归神经网络进行分量预测并重构，验证结果优于多种对比模型；赵莹玉等[16]采用变分模态分解方法对黄河唐乃亥站与兰州站月径流序列进行分解，并结合支持向量回归构建组合模型开展预测，显示出较好的预测性能。
[bookmark: 正文段落_6][bookmark: MOD_22]然而，现有研究多采用单层分解策略，对分解后波动性较强、随机扰动占比更高的高频分量缺乏进一步细化与针对性建模，容易造成高频信息表达不足或模态混叠残留，从而制约整体预报精度，关于二次分解流程对模型性能影响的系统讨论仍相对不足。此外，即便通过分解与分量建模获得初始预报值，预测残差往往仍保留显著的时序相关性与系统性偏差，若仅依赖前端分解与模型拟合，仍可能在峰谷转折、相位偏移或幅值偏差等方面留下可校正的误差空间[17]。因此，除分解预处理与前端建模外，在模型输出基础上进行误差校正已被证明是提升径流预报可靠性的有效途径[18]。误差校正的基本思想是利用误差序列的自相关结构，用历史误差外推未来误差，并将预测得到的修正项回加到同期预报值中，以削弱系统性偏差、提高结果稳定性[19-20]。常见的误差校正方法包括递推最小二乘[21]、集合卡尔曼滤波[22]等。其中，自回归（Autoregressive Model, AR）模型形式简洁、实现方便，对平稳误差序列具有较好的刻画能力，已在不同时间尺度的径流模拟与预报中得到应用[23-24]。
[bookmark: 正文段落_8][bookmark: MOD_23][bookmark: MOD_24]本文将双层分解用于前端对高频分量进行二次分解细化，并在后端引入残差后验校正对基准预报进行相关性误差补偿，提出一种“双层分解-预测-重构-残差校正”的一体化组合预报模型ESMD-VMD-GA-ESN-AR：首先采用极点对称模态分解方法（Extreme-point Symmetric Mode Decomposition, ESMD）对径流序列进行初次分解，得到多尺度振荡分量与趋势余项；并针对其中波动性更强、随机扰动更显著的高频分量，引入变分模态分解（Variational Mode Decomposition, VMD）进行二次解耦，以细化多尺度特征、降低模态混叠残留，减弱非平稳性干扰；随后利用遗传算法（Genetic Algorithm, GA）优化回声状态网络（Echo State Network, ESN）关键参数，对各分量分别建模预测并加和重构得到初始预报值；最后构建残差自回归 AR 校正模型，利用残差序列的时序相关性对初始预报进行后验修正，以进一步削弱系统性偏差，增强峰谷转折与极值过程的刻画能力。该模型为非平稳、多尺度径流序列的中长期预报提供了一种结构清晰、可扩展的技术路线。
[bookmark: 一级标题序号_2][bookmark: 一级标题_4]1 理论方法
[bookmark: 正文段落_10]针对径流序列非平稳、非线性的复杂波动特征，采用双层分解降低序列复杂度，利用GA算法对ESN模型关键参数进行寻优以增强其预测能力，并通过AR模型对残差进行后验校正，从而进一步提高模型的整体预报精度。
[bookmark: 二级标题序号_3][bookmark: 二级标题_2]1.1 双层分解方法
[bookmark: 正文段落_12]本文采用 ESMD+VMD 双层分解方法对径流序列进行平稳化处理：首先利用 ESMD 对原序列进行初步分解，得到若干模态分量及趋势余项；随后针对其中波动性强的高频分量，进一步引入 VMD 对其进行二次分解，从而更充分提取其复杂波动特征。
[bookmark: 三级标题序号_4][bookmark: 三级标题_2]1.1.1 极点对称模态分解方法
[bookmark: 正文段落_14]ESMD是一种改进的自适应时间序列分解方法，可在无需预设基函数的条件下实现对非平稳信号的多尺度分解。与传统经验模态分解方法相比，ESMD 采用极点对称插值构造均线，并基于最小二乘准则获得最优自适应全局均线（AGM），同时可自适应确定筛选次数，从而缓解模态混叠并提高分解稳定性[25-26]。ESMD 可将原始径流序列分解为若干本征模态分量及 AGM 趋势余项，为后续预测模型提供更清晰、更接近平稳的输入分量。具体计算步骤如下。



[bookmark: 正文段落_16][bookmark: 公式_怀疑_文内公式_1][bookmark: 公式_怀疑_文内公式_2][bookmark: 公式_怀疑_文内公式_3]（1）找出径流时间序列的所有极值点，依次记为，连接相邻极值点并取线段中点记为。





[bookmark: 正文段落_18][bookmark: 公式_怀疑_文内公式_4][bookmark: 公式_怀疑_文内公式_5][bookmark: 公式_怀疑_文内公式_6][bookmark: 公式_怀疑_文内公式_7][bookmark: 公式_怀疑_文内公式_8]（2）补充左右边界中点与，由个中点构造条插值线并计算其均值曲线为

[bookmark: 公式_10]		








[bookmark: 正文段落_20][bookmark: 公式_怀疑_文内公式_9][bookmark: 公式_怀疑_文内公式_10][bookmark: 公式_怀疑_文内公式_11][bookmark: 公式_怀疑_文内公式_12][bookmark: 公式_怀疑_文内公式_13][bookmark: 公式_怀疑_文内公式_14][bookmark: 公式_怀疑_文内公式_15][bookmark: 公式_怀疑_文内公式_16]（3）对序列重复上述步骤，直至筛选次数达到最大值或满足（为允许误差），得到第一个经验模态。随后对重复筛分，依次得到，直到趋势余项仅剩符合预设极点数的分量。


[bookmark: 正文段落_22][bookmark: 公式_怀疑_文内公式_17][bookmark: 公式_怀疑_文内公式_18]（4）给定最大筛选次数，计算方差比率为

[bookmark: 公式_20]		




[bookmark: 正文段落_24][bookmark: 公式_怀疑_文内公式_19][bookmark: 公式_怀疑_文内公式_20][bookmark: 公式_怀疑_文内公式_21][bookmark: 公式_怀疑_文内公式_22]式中，为的标准差；为的标准差。





[bookmark: 正文段落_26][bookmark: 公式_怀疑_文内公式_23][bookmark: 公式_怀疑_文内公式_24][bookmark: 公式_怀疑_文内公式_25][bookmark: 公式_怀疑_文内公式_26][bookmark: 公式_怀疑_文内公式_27]（5）绘制随的变化曲线，选取最小方差比率对应的最大筛选次数。此时的为序列的最佳拟合曲线；在下重复上述步骤即可得到一系列模态分量与趋势余项。分解结果满足

[bookmark: 公式_29]		


[bookmark: 正文段落_28][bookmark: 公式_怀疑_文内公式_28][bookmark: 公式_怀疑_文内公式_29]式中，为径流序列在不同时间尺度下的模态分量；为径流序列分解后得到的趋势余项，即最佳自适应全局均线。
[bookmark: 三级标题序号_5][bookmark: 三级标题_4]1.1.2 变分模态分解方法



[bookmark: 正文段落_30][bookmark: 公式_怀疑_文内公式_30][bookmark: 公式_怀疑_文内公式_31][bookmark: 公式_怀疑_文内公式_32]VMD是一种完全非递归的自适应信号分解方法，将非平稳信号分解为有限个调幅-调频本征模态分量，各模态分量在频域上具有相对集中的窄带特征，并满足模态叠加可实现对原信号的重构。VMD的核心在于：通过构建以“各模态带宽之和最小”为目标的约束变分优化模型，在迭代过程中同步估计每个模态的中心频率，从而实现不同频带成分的有效分离。求解时通常引入二次惩罚因子与拉格朗日乘子，将约束问题转化为增广拉格朗日形式，并采用交替方向乘子法（ADMM）在频域进行迭代更新，直至满足收敛判据得到最终分解结果[27]。其频域迭代更新公式为

[bookmark: 公式_34]		
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[bookmark: 正文段落_32][bookmark: 公式_怀疑_文内公式_33][bookmark: 公式_怀疑_文内公式_34][bookmark: 公式_怀疑_文内公式_35][bookmark: 公式_怀疑_文内公式_36][bookmark: 公式_怀疑_文内公式_37][bookmark: 公式_怀疑_文内公式_38][bookmark: 公式_怀疑_文内公式_39][bookmark: 公式_怀疑_文内公式_40][bookmark: 公式_怀疑_文内公式_41][bookmark: 公式_怀疑_文内公式_42][bookmark: 公式_怀疑_文内公式_43][bookmark: 公式_怀疑_文内公式_44][bookmark: 公式_怀疑_文内公式_45]式中，为迭代次数；为模态序号（模态数量为）；、、、分别为、、及拉格朗日乘子项的傅里叶变换；为惩罚因子；为拉格朗日乘子项更新步长（噪声容忍度）。
[bookmark: 正文段落_34]迭代停止条件为

[bookmark: 公式_47]		

[bookmark: 正文段落_36][bookmark: 公式_怀疑_文内公式_47][bookmark: 公式_怀疑_文内公式_46]式中，为收敛判断参数，通常取 。
[bookmark: 二级标题序号_6][bookmark: 二级标题_4]1.2 遗传算法
[bookmark: 正文段落_38]GA算法是一种模拟自然选择与遗传机制的随机全局优化算法，通过种群初始化并迭代执行选择、交叉和变异等操作，使个体在进化过程中不断向更优解方向搜索，从而实现对复杂问题的全局寻优[28]，具有搜索范围广、对目标函数形式要求较低等特点，可用于模型参数优化，提升模型预测性能和结果稳定性。
[bookmark: 二级标题序号_7][bookmark: 二级标题_6]1.3 回声状态网络
[bookmark: 正文段落_40]ESN是一类典型的储备池计算模型，其结构包含输入层、动态储备池和输出层[29]。该网络的核心在于动态储备池，其由大量稀疏连接且具有随机权重的隐含层神经元构成，可在高维空间中映射并刻画径流序列的非线性动态特征。训练阶段通常仅需估计输出层权重，因而具有较高的训练效率与结果稳定性，适用于中长期径流预报。
[bookmark: 二级标题序号_8][bookmark: 二级标题_8]1.4 自回归误差校正方法
[bookmark: 正文段落_42]AR是一类利用序列自身滞后项刻画线性时序依赖结构的经典时间序列方法，能够对具有显著自相关特征的序列进行建模与外推。径流预报过程中，模型得到的初始预报值与观测值之间可构造残差序列，残差中往往仍包含由径流过程滞后性与持续性引起的相关结构，表现为“非白噪声”的可预测成分。基于 AR 对自相关结构的刻画能力，对残差序列建立 AR 模型并对其进行外推，将得到的残差修正项回加至同期初始预报，从而实现后验误差校正[30]。具体步骤如下。
[bookmark: 正文段落_44]（1）构建残差序列

[bookmark: 公式_49]		




[bookmark: 正文段落_46][bookmark: 公式_怀疑_文内公式_48][bookmark: 公式_怀疑_文内公式_49][bookmark: 公式_怀疑_文内公式_50][bookmark: 公式_怀疑_文内公式_51]式中，为残差；与分别表示时刻径流观测值与初始预报值。
[bookmark: 正文段落_48]（2）为保证AR建模有效性，对残差序列进行统计检验：采用 ADF检验方法检验其平稳性，若不平稳则通过差分等方法平稳化处理，平稳性检验通过后再采用 Ljung–Box 检验[31]判断Et是否为白噪声，若非白噪声则表明残差存在自相关结构。在满足“平稳且非白噪声”的条件下，建立 AR() 模型，具体为

[bookmark: 公式_54]		





[bookmark: 正文段落_50][bookmark: 公式_怀疑_文内公式_53][bookmark: 公式_怀疑_文内公式_54][bookmark: 公式_怀疑_文内公式_55][bookmark: 公式_怀疑_文内公式_56][bookmark: 公式_怀疑_文内公式_57]式中，为常数项；为阶数；为参数；为白噪声扰动项；阶数由AIC或BIC等信息准则确定。


[bookmark: 正文段落_52][bookmark: 公式_怀疑_文内公式_58][bookmark: 公式_怀疑_文内公式_59]（3）利用训练期拟合得到的 AR(p) 模型预测第时刻残差，并在每一步完成后用已观测到的真实残差更新滞后项，以递推预测下一时刻残差，并将得到的残差修正项回加至同期初始预报中

[bookmark: 公式_61]		

[bookmark: 正文段落_54][bookmark: 公式_怀疑_文内公式_60]式中，为残差AR校正后的径流预报值。
[bookmark: 一级标题序号_9][bookmark: 一级标题_6]2 ESMD-VMD-GA-ESN-AR组合预报模型
[bookmark: 正文段落_56]基于“双层分解-预测-重构-残差校正”的总体思路，耦合ESMD+VMD双层分解、GA参数寻优、ESN模型预测与AR后验校正，构建适用于非平稳径流序列预测的ESMD-VMD-GA-ESN-AR组合预报模型，并选取多种评价指标量化模型预报效果。
[bookmark: 二级标题序号_10][bookmark: 二级标题_10]2.1 模型构建
[bookmark: 正文段落_58]本文将原始径流序列的直接预测转化为若干相对平稳分量的分解预测：前端通过ESMD+VMD双层分解降低非平稳性并细化多尺度特征，中段对各分量分别建模预测并加和重构得到初始预报，后端利用残差序列的时序相关性开展后验误差校正，由此构建ESMD-VMD-GA-ESN-AR组合预报模型。具体而言，ESMD可自适应提取不同频率模态及趋势余项，实现序列的初步平稳化；VMD可获得频带集中的窄带模态，用于对关键高频波动分量的进一步细化解耦；ESN拥有训练效率高、具备动态记忆与非线性映射能力等优势，适用于各尺度分量的预测；GA 用于对ESN的四个关键超参数：隐藏层神经元数量、谱半径、泄露率和正则化系数进行全局寻优，以提升模型稳定性与泛化能力；AR可刻画残差自相关结构，用于削弱初始预报中的系统性偏差。为对比评估ESMD与VMD分解、GA参数寻优和AR校正改进策略对预报结果的影响，采用改进策略组合叠加的思路构建了十三种对比模型：ESN、VMD-ESN、ESMD-ESN、VMD-ESN-AR、ESMD-ESN-AR、ESMD-VMD-ESN、ESMD-VMD-ESN-AR、GA-ESN、VMD-GA-ESN、ESMD-GA-ESN、VMD-GA-ESN-AR、ESMD-GA-ESN-AR和ESMD-VMD-GA-ESN，用于比较不同组合方案下的预报性能差异。ESMD-VMD-GA-ESN-AR组合预报模型流程如图1所示，具体步骤如下。
[bookmark: 正文段落_60]（1）ESMD一层分解。采用 ESMD 对原始径流序列进行自适应分解，将序列分解为有限个本征模态分量（IMF1，IMF2，…，IMFn）及趋势余项（RES）。各模态分量按频率由高到低排列，体现径流序列的多尺度波动特征，从而实现对非平稳序列的初步平稳化处理。
[bookmark: 正文段落_62]（2）VMD 二层细化分解。针对 ESMD 分解中波动性强、随机扰动占比更高的关键高频分量，进一步采用 VMD 进行二次分解，得到若干围绕不同中心频率的窄带子模态，实现对高频扰动分量的细致、多尺度解耦，降低分量混叠与非平稳性对建模的干扰。
[bookmark: 正文段落_64]（3）模型分量预测与重构。将 ESMD 分解得到的中低频模态与趋势分量，以及经 VMD 二次分解得到的高频窄带子模态，分别进行归一化处理作为模型预测对象；采用GA算法对ESN模型的四个关键参数进行寻优，利用优化后的 ESN 对各分量分别进行预测获得其预测值；最后对各分量预测结果进行加和重构，得到组合模型的初始预报序列。
[bookmark: 正文段落_66]（4）残差AR后验校正与模型对比评价。以实际径流值与初始预报值之差构建残差序列，在训练段残差上拟合AR模型，预测残差修正项并回加到初始预报中，得到最终校正预报结果，并与构建得到的十三种对比模型的预报结果进行比较分析。
[bookmark: 嵌入式图形_1][image: ]
[bookmark: 中文图序_1][bookmark: 中文图题_1]图1 ESMD-VMD-GA-ESN-AR组合预报模型流程
[bookmark: 英文图序_13][bookmark: 英文图题_1][bookmark: MOD_25]Fig.1 Flowchart of ESMD-VMD-GA-ESN-AR ensemble forecasting model
[bookmark: 二级标题序号_11][bookmark: 二级标题_12]2.2 模型评价指标
[bookmark: 正文段落_68]为评估径流预报模型性能，选取均方根误差（Root Mean Square Error，RMSE）、平均绝对误差（Mean Absolute Error，MAE）、平均相对误差（Mean Absolute Percentage Error，MAPE）、纳什效率系数（Nash-Sutcliffe Efficiency，NSE）和预报合格率（Qualified Rate，QR）作为评价指标来对模型预报效果进行量化评价。RMSE、MAE、MAPE、NSE计算公式分别为

[bookmark: 公式_63]		

[bookmark: 公式_65]		

[bookmark: 公式_67]		

[bookmark: 公式_69]		





[bookmark: 正文段落_70][bookmark: 公式_怀疑_文内公式_61][bookmark: 公式_怀疑_文内公式_62][bookmark: 公式_怀疑_文内公式_63][bookmark: 公式_怀疑_文内公式_64][bookmark: 公式_怀疑_文内公式_65]式中，为第个样本的实测值；为第个样本的预测值；为所有实测值的平均值。
[bookmark: 正文段落_72]依据《水文情报预报规范》（GB/T 22482—2008），选取径流多年同期实测变幅的20%作为许可误差，据此统计预报合格率QR，其计算公式为

[bookmark: 公式_71]		


[bookmark: 正文段落_74][bookmark: 公式_怀疑_文内公式_66][bookmark: 公式_怀疑_文内公式_67]式中，为合格预报次数；为总预报次数。
[bookmark: 一级标题序号_12][bookmark: 一级标题_8]3 实例应用
[bookmark: 正文段落_76]黄河上游河源至兰州段位于32ºN—38ºN、97ºE—104ºE之间，流域面积约22.3万 km²，约占黄河流域总面积的29.7%，干流河长约2119 km。本文自上游至下游依次选取唐乃亥、贵德、循化和兰州四个水文站为研究对象：唐乃亥站位于黄河源区附近，是上游重要控制站，可反映源区水文变化特征；贵德站处于峡谷与盆地过渡带，具有代表性的水文特征；循化站位于黄河干流关键节点，可揭示区域径流及泥沙演变规律；兰州站为河源—兰州段末端的重要控制站，控制流域面积大，对上游水资源管理与调控具有重要意义。四个水文站的基本资料如表1所列，地理位置如图2所示。
[bookmark: 中文表序_1][bookmark: 中文表题_2]表1 黄河上游四个水文站基本资料
[bookmark: 英文表序_3][bookmark: 英文表题_2]Table 1 Basic information of four hydrological stations in the upper reaches of Yellow River Basin
	[bookmark: 表格_1]序号
	水文站
	行政区域
	经纬度
	控制流域面积/km²
	数据年份

	1
	唐乃亥
	青海省
	35°30′ N，100°09′ E
	121972
	1956—2022

	2
	贵德
	青海省
	36°02′ N，101°24′ E
	133650
	1956—2022

	3
	循化
	青海省
	35°50′ N，102°30′ E
	145459
	1956—2022

	4
	兰州
	甘肃省
	36°04′ N，103°49′ E
	222551
	1956—2022


[image: ]
[bookmark: 中文图序_2][bookmark: 中文图题_2]图2 黄河上游四个水文站地理位置
[bookmark: 英文图序_14][bookmark: 英文图题_2]Fig.2 Geographical locations of four hydrological stations in the upper reaches of Yellow River Basin
[bookmark: 二级标题序号_13][bookmark: 二级标题_14]3.1 径流序列双层分解
[bookmark: 正文段落_78]为降低黄河上游四个水文站原始径流序列的整体复杂度，利用ESMD方法对四站年、月径流序列进行初次分解，结果如图3所示。由图3可知，四站年、月径流序列经ESMD分解后均得到若干个模态分量和1个趋势余项，其中年径流分解为3~4个模态分量，月径流分解为7个模态分量。将各模态分量与趋势余项加和重构后，可得到与原始径流序列完全一致的重构序列，表明ESMD分解与重构过程可靠，分解结果有效，也为后续各分量预测、加和重构提供了理论基础。分解得到的各分量由IMF1至RES依次表现为振荡频率逐步降低、波动幅度逐渐减弱，表明原始径流序列中不同时间尺度的波动成分得到了有效分离。其中，IMF1在年、月尺度上均表现出最强的振荡和波动特征，集中了较多高频扰动与随机信息，是各分量中复杂度最高、预测难度最大的关键分量；相较之下，其余IMF分量及RES变化过程逐渐趋于平缓，规律性相对较强。因单一ESN模型预测性能不够稳定，预报精度较低，故对ESMD分解得到的各分量分别采用GA-ESN模型进行预测，并以NSE作为评价指标，结果如表2所列。由表2可知，除IMF1外，四站年、月径流其余分量均取得了较高预报精度，其中年径流IMF2~RES的NSE总体为0.913~0.999，月径流IMF2~RES的NSE总体为0.832~0.999，说明经ESMD分解得到的中低频分量和趋势余项的可预测性较好；相比之下，IMF1的预报效果明显偏低，年径流IMF1的NSE为0.694~0.787，月径流IMF1仅为0.512~0.760，表明IMF1仍保留了较强的高频波动和随机扰动特征，是制约整体预报精度提升的主要分量。因此，需要对四站 IMF1 进行二次分解，以进一步剥离其中混杂的高频多尺度波动成分与随机扰动信息，降低其非平稳性与复杂度。 
[bookmark: 嵌入式图形_3][image: ]
[bookmark: 中文图序_3][bookmark: 中文图题_3]图3 四站年、月径流序列ESMD分解结果
[bookmark: 英文图序_15][bookmark: 英文图题_3]Fig.3 ESMD decomposition results of annual and monthly runoff series at four stations

[bookmark: 中文表序_2][bookmark: 中文表题_4]表2 基于ESMD分解的四站年、月径流各分量预报纳什效率系数
[bookmark: 英文表序_4][bookmark: 英文表题_4]Table 2 Nash-Sutcliffe efficiency coefficients for forecasting annual and monthly runoff components at four stations based on ESMD decomposition
	[bookmark: 表格_2]分量
	年径流
	月径流

	
	唐乃亥站
	贵德站
	循化站
	兰州站
	唐乃亥站
	贵德站
	循化站
	兰州站

	IMF1
	0.741
	0.787
	0.772
	0.694
	0.760
	0.729
	0.654
	0.512

	IMF2
	0.913
	0.940
	0.967
	0.954
	0.982
	0.853
	0.899
	0.832

	IMF3
	0.997
	0.921
	0.999
	0.975
	0.984
	0.995
	0.998
	0.970

	IMF4
	0.998
	0.957
	—
	—
	0.998
	0.998
	0.999
	0.997

	IMF5
	—
	—
	—
	—
	0.987
	0.999
	0.995
	0.998

	IMF6
	—
	—
	—
	—
	0.999
	0.999
	0.999
	0.999

	IMF7
	—
	—
	—
	—
	0.999
	0.999
	0.999
	0.999

	RES
	0.998
	0.996
	0.994
	0.997
	0.999
	0.999
	0.999
	0.998


[bookmark: 正文段落_80]本文引入VMD法对四站年、月径流序列ESMD单次分解得到的IMF1进行二次分解，获得更稳定的窄带子分量，同样采用GA-ESN模型对VMD分解得到的各子分量分别建模预测，并在重构后得到IMF1的预测结果。经过不断测试确定唐乃亥站、贵德站、循化站和兰州站年径流IMF1的最优分解分量数目分别为2、3、3和3个，月径流IMF1的最优分解分量数目分别为3、5、5和6个。与ESMD单次分解相比，四站年径流IMF1二次分解预测的NSE由0.741、0.787、0.772、0.694提高至0.824、0.862、0.811、0.834，增幅分别为11.2%、9.5%、5.1%、20.2%；月径流IMF1的NSE由0.760、0.729、0.654、0.512提高至0.904、0.801、0.819、0.668，增幅分别为18.9%、9.9%、25.2%和30.5%，这表明VMD二次分解能够有效降低IMF1的复杂度，增强其可预测性。图4展示了四站年、月径流IMF1的VMD二次分解结果。
[bookmark: 嵌入式图形_4][image: ]
[bookmark: 中文图序_4][bookmark: 中文图题_4]图4 四站年、月径流IMF1的VMD二次分解结果
[bookmark: 英文图序_16][bookmark: 英文图题_4]Fig.4 VMD secondary decomposition results of IMF1 for annual and monthly runoff at four stations
[bookmark: 二级标题序号_14][bookmark: 二级标题_16]3.2 年径流预报
[bookmark: 正文段落_82]以1956—2009年的年径流数据为预报模型的训练集，2010—2022年的年径流数据为测试集，采用ESMD-VMD-GA-ESN-AR组合预报模型对四站年径流进行中长期预报。为验证模型有效性，选取ESN、VMD-ESN、ESMD-ESN、VMD-ESN-AR、ESMD-ESN-AR、ESMD-VMD-ESN、ESMD-VMD-ESN-AR、GA-ESN、VMD-GA-ESN、ESMD-GA-ESN、VMD-GA-ESN-AR、ESMD-GA-ESN-AR和ESMD-VMD-GA-ESN十三种模型作为对比，综合不同评价指标评估各模型在年径流预报中的预测性能，各模型预报结果如图5—8所示。
[bookmark: 正文段落_84]图5展示了四站不同预报模型预测值与实测值之间的散点分布及拟合关系。对于该类散点图，模型拟合效果的判断应综合考虑两个方面：一是回归拟合关系相对于1∶1理想关系的偏离程度，反映系统性偏差大小；二是散点围绕回归拟合关系的离散程度，反映随机误差大小。两者共同表征模型总体拟合误差大小。由图5可知，各模型预测值与实测值之间总体均具有较好的对应关系，说明不同模型均能较好刻画年径流变化过程。其中，ESMD-VMD-GA-ESN-AR模型的散点分布相对集中，且拟合关系与1∶1参考线较为接近，表明其预报效果相对较好。但仅凭图5的直观特征，尚不足以直接判定ESMD-VMD-GA-ESN-AR是否为最优模型。因此，本文参考ZHAO等[32]提出的误差分解方法，引入总均方误差（Mean Squared Error，MSE）、系统均方误差（Systematic Mean Squared Error，MSEs）和非系统均方误差（Unsystematic Mean Squared Error，MSEu）分别用于表征总体拟合误差、系统性偏差和随机误差大小，图6给出了四站不同模型的 MSE、MSEs 和 MSEu 对比结果。其中MSEs和MSEu以堆叠柱形式表示，柱体总高度表示 MSE。由图6可以看出，ESMD-VMD-GA-ESN-AR组合模型在四站的 MSE 整体最低，表明其总体拟合误差最小；同时，该模型的MSEs和MSEu也总体处于较低水平，说明其系统性偏差和随机误差均得到了较好控制。综合图5的直观特征和图6的定量分析结果可知，ESMD-VMD-GA-ESN-AR组合模型在四站年径流预报中表现出最佳的预测性能。
[bookmark: 嵌入式图形_5][image: ]
[bookmark: 中文图序_5][bookmark: 中文图题_5]图5 四站年径流实测值和预测值散点分布拟合结果
[bookmark: 英文图序_17][bookmark: 英文图题_5]Fig.5 Fitted scatter plots of observed and predicted annual runoff at four stations
[bookmark: 嵌入式图形_6][image: ] 
[bookmark: 中文图序_6][bookmark: 中文图题_6]图6 四站年径流不同预报模型MSE、MSEs和MSEu对比
[bookmark: 英文图序_18][bookmark: 英文图题_6][bookmark: MOD_26]Fig.6 Comparison of MSE, MSEs, and MSEu for annual runoff by different forecasting models at four stations
[bookmark: 正文段落_86]图7和图8分别展示了四站年径流不同预报模型预测值相对于许可误差范围的分布情况和五种评价指标的具体结果。其中，QR以多年同期实测径流变幅的20%作为许可误差进行核定。结合图7和图8可知，在测试期内，ESMD-VMD-GA-ESN-AR模型对应各站的13个评价样本均落入许可误差范围内，因此四站预测样本均预报合格，QR为100%。同时，该模型的RMSE、MAE和MAPE整体最低，NSE均超过0.9，说明其不仅在规范许可误差约束下具有较高的合格性，而且能够更好地刻画年径流变化过程。综合来看，ESMD-VMD-GA-ESN-AR模型在四站年径流预报中表现最优。
[bookmark: 正文段落_88]为进一步分析不同改进策略的作用，比较不同模型的综合评价结果可以发现，与单一ESN模型相比，四站在引入单层分解预处理和参数优化后构建的组合模型，其误差指标均得到明显改善，在规范许可误差约束下的合格样本比例也有所提高。其中，VMD-ESN、ESMD-ESN和GA-ESN模型的RMSE分别平均降低9.3%、20.3%和29.8%，MAE分别平均降低12.3%、24.1%和35.0%，MAPE分别平均降低15.1%、23.3%和38.8%，NSE分别平均提升17.3%、35.2%和49.7%，QR分别平均提高15.3%、30.6%和33.7%。在此基础上，采用ESMD+VMD双层分解后，模型预报效果进一步提升，相比VMD-ESN和ESMD-ESN模型，ESMD-VMD-ESN模型的RMSE分别平均降低19.7%和8.5%，MAE分别平均降低24.3%和12.7%，MAPE分别平均降低17.7%和9.0%，NSE分别平均提升24.1%和7.9%，QR分别平均提高16.4%和2.3%。进一步引入残差校正后，ESMD-VMD-ESN-AR模型的预报精度继续提升，其RMSE、MAPE和MAE分别平均降低11.7%、12.0%和9.2%，NSE和QR分别平均提升9.0%和5.2%。这说明分解处理、参数寻优和残差校正均能够在不同程度上改善模型性能，提升年径流预报效果。
[bookmark: 正文段落_90]进一步比较不同改进策略组合下的模型表现可以发现，当双层分解、参数优化和残差校正三种策略协同引入时，模型综合优势更加明显。具体而言，相较于缺少双层分解策略的VMD-GA-ESN和ESMD-GA-ESN模型，ESMD-VMD-GA-ESN-AR模型的RMSE分别平均降低34.3%和27.8%，MAE分别平均降低24.9%和29.8%，MAPE分别平均降低13.9%和17.3%，NSE分别平均提升13.9%和11.4%，QR分别平均提升14.1%和2.1%；相较于缺少参数优化策略的ESMD-VMD-ESN-AR模型，ESMD-VMD-GA-ESN-AR模型的RMSE、MAE和MAPE分别平均降低35.8%、29.4%和27.1%，NSE和QR分别平均提升14.9%和13.3%；相较于缺少残差校正策略的ESMD-VMD-GA-ESN模型，ESMD-VMD-GA-ESN-AR模型的RMSE、MAE和MAPE分别平均降低27.0%、12.5%和23.1%，NSE和QR分别平均提升8.8%和4.5%。这表明，ESMD-VMD-GA-ESN-AR组合模型将ESMD+VMD双层分解的多尺度特征提取优势、GA的全局寻优能力、ESN的非线性映射能力以及AR的残差补偿作用有机结合，有效降低了序列非平稳性和系统偏差的影响，显著提升了年径流预报精度。
[bookmark: 嵌入式图形_7][image: ]
[bookmark: 中文图序_7][bookmark: 中文图题_7]图7 四站年径流各模型预报值与许可误差范围对比
[bookmark: 英文图序_19][bookmark: 英文图题_7][bookmark: MOD_27]Fig.7 Comparison of forecasted results of different models and permissible error ranges for annual runoff at four stations

[bookmark: 嵌入式图形_8][image: ]
[bookmark: 中文图序_8][bookmark: 中文图题_8]图8 四站年径流各预报模型评价指标
[bookmark: 英文图序_20][bookmark: 英文图题_8][bookmark: MOD_28]Fig.8 Evaluation indicators of different forecasting models for annual runoff at four stations
[bookmark: 二级标题序号_15][bookmark: 二级标题_18]3.3 月径流预报
[bookmark: 正文段落_92]为进一步体现组合模型ESMD-VMD-GA-ESN-AR在中长期径流预报中的优势，选取1956/01—2009/12的月径流数据作为预报模型训练集，2010/01—2022/12 的月径流数据作为测试集，对四站开展月径流预报，预报结果如图9—11所示。
[bookmark: 正文段落_94]图9和图10分别展示了四站不同预报模型月径流预测值与实测值的散点分布特征及拟合评价结果。总体来看，各模型月径流预测值与实测值之间均具有较好的对应关系，但与年径流相比，月径流序列非线性和非平稳性更强，短周期波动及局部随机扰动更为明显，因此其散点分布整体更为离散，预报难度也更大。尽管如此，结合图9和图10可知，ESMD-VMD-GA-ESN-AR组合模型的散点分布在各模型中相对集中，拟合关系与1∶1参考线也更为接近，其MSE、MSEs和MSEu整体最低，说明该模型在控制总体误差、系统性偏差和随机误差方面均具有明显优势。因此，ESMD-VMD-GA-ESN-AR组合模型在四站月径流预报中仍表现出最佳的预测性能。
[bookmark: 嵌入式图形_9][image: ]
[bookmark: 中文图题_9][bookmark: 中文图序_9] 图9 四站月径流实测值和预测值散点分布拟合结果
[bookmark: 英文图序_21][bookmark: 英文图题_9]Fig.9 Fitted scatter plots of observed and predicted monthly runoff at four stations
[bookmark: 嵌入式图形_10][image: ]
[bookmark: 中文图序_10][bookmark: 中文图题_10]图10 四站月径流不同预报模型MSE、MSEs和MSEu对比
[bookmark: 英文图序_22][bookmark: 英文图题_10][bookmark: MOD_29]Fig.10 Comparison of MSE, MSEs, and MSEu for monthly runoff by different forecasting models at four stations
[bookmark: 正文段落_96]图11展示了四站月径流不同模型在五种评价指标上的具体结果。由图11可知，四站ESMD-VMD-GA-ESN-AR组合模型的QR均在80%以上，NSE均超过0.9，二者在各预报模型中最高，同时其RMSE、MAE和MAPE最低。这表明，在月径流预报中，ESMD-VMD-GA-ESN-AR组合模型在误差控制、拟合精度和预报合格性方面同样具有明显优势，综合预测性能最优。
[bookmark: 正文段落_98]进一步比较不同改进策略组合下的模型表现可以发现，在单层分解处理和参数寻优已能提升月径流预报效果的基础上，叠加 ESMD+VMD 双层分解可继续带来稳定增益。具体而言，相较于VMD-GA-ESN模型，ESMD-VMD-GA-ESN模型的RMSE、MAE和MAPE分别平均降低21.1%、14.8%和0.2%，NSE和QR分别平均提高5.2%和17.5%；相较于ESMD-GA-ESN模型，其RMSE、MAE和MAPE分别平均降低10.6%、7.7%和5.2%，NSE和QR分别平均提高2.0%和8.5%。这说明双层分解能够更充分地分离月径流序列中的多尺度波动与噪声成分，从而进一步削弱序列非平稳性。在此基础上，进一步引入AR对预测残差进行补偿校正后，ESMD-VMD-GA-ESN-AR模型的预报性能继续提升。相较于未进行残差校正的ESMD-VMD-GA-ESN模型，四站月径流预报的RMSE、MAE和MAPE分别平均降低16.2%、31.0%和30.7%，NSE和QR分别平均提高2.3%和16.2%。综上，面对月径流更复杂的波动特征，基于“双层分解-预测-重构-残差校正”思路的ESMD-VMD-GA-ESN-AR组合预报模型依旧能够显著降低预测误差，提升径流预报效果。
[bookmark: 嵌入式图形_11][image: ]
[bookmark: 中文图序_11][bookmark: 中文图题_11]图11 四站月径流各预报模型评价指标
[bookmark: 英文图序_23][bookmark: 英文图题_11][bookmark: MOD_30]Fig.11 Evaluation indicators of different forecasting models for monthly runoff at four stations
[bookmark: 二级标题序号_16][bookmark: 二级标题_20]3.4 径流预报精度对比
[bookmark: 正文段落_100]在上述已完成四站年、月径流中长期预报的基础上，为进一步从时间尺度和站点差异两个层面比较ESMD-VMD-GA-ESN-AR组合预报模型的综合性能，同样采用RMSE、MAE、MAPE、NSE和QR 五项评价指标对模型的预报结果进行量化评估，结果如图12所示。
[bookmark: 正文段落_102]由图12可知，ESMD-VMD-GA-ESN-AR组合模型在四站年、月径流中长期预报中均取得了较好效果，但在不同条件下模型预报综合表现存在一定差异。从时间尺度上看，年尺度预报在RMSE、MAE、MAPE和QR 四项指标上总体优于月尺度预报，表明年尺度下组合预报模型预测误差更小、结果稳定性更强；月尺度预报则在NSE指标上表现更优，表明组合预报模型对月尺度径流变化过程的再现效果更强，拟合程度更高。该差异与不同时间尺度下径流序列所保留的信息特征有关：年径流序列以低频变化为主，整体波动相对平缓，更有利于降低预测误差；而月径流序列保留了更丰富的阶段性起伏和动态变化信息，模型对过程波动的刻画能力更强。从站点差异上看，不同水文站之间的模型预报结果也有一定区别。对比四站雷达图可以看出，兰州站在RMSE、MAE和MAPE误差类指标上整体偏大，而在NSE和QR指标上相对偏低，说明其预测误差较大、拟合效果较差，综合预报性能弱于其余三站。其原因可能在于，兰州站位于研究区相对下游位置，受上游来水累积、区间汇流补给及人类活动调节的共同作用更为明显，其径流过程波动更为剧烈、阶段变化更加复杂、极值变幅更大，序列非线性、非平稳性特征进一步增强，从而增加了模型预报难度。综合来看，ESMD-VMD-GA-ESN-AR组合模型在四站年、月径流中长期预报中均具有较好适用性，但其预报效果在不同时间尺度和不同站点之间仍存在一定差异。
[bookmark: 嵌入式图形_12][image: ]
[bookmark: 中文图序_12][bookmark: 中文图题_12]图12 四站年、月径流预报精度对比
[bookmark: 英文图序_24][bookmark: 英文图题_12]Fig.12 Comparison of annual and monthly runoff forecasting accuracy at four stations
[bookmark: 一级标题序号_17][bookmark: 一级标题_10]4 结论
[bookmark: 正文段落_104]本文构建了ESMD-VMD-GA-ESN-AR组合预报模型，将其应用于黄河上游四个水文站年、月尺度径流的中长期预报中，为体现该组合模型的预报精度，分别与单一ESN、VMD-ESN、ESMD-ESN、VMD-ESN-AR、ESMD-ESN-AR、ESMD-VMD-ESN、ESMD-VMD-ESN-AR、GA-ESN、VMD-GA-ESN、ESMD-GA-ESN、VMD-GA-ESN-AR、ESMD-GA-ESN-AR和ESMD-VMD-GA-ESN模型进行比较分析，全面评估不同模型的预报效果，得到如下结论。
[bookmark: 正文段落_106]（1）遵循“双层分解-预测-重构-残差校正”框架，采用“ESMD+VMD”双层分解进行平稳化处理、利用GA对ESN模型参数进行寻优、并引入AR校正模型进行后验修正，构建了ESMD-VMD-GA-ESN-AR组合预报模型，有效提升了中长期径流预报精度，对水文过程波动复杂、非平稳特征显著的流域具有较好适用性。
[bookmark: 正文段落_108]（2）黄河上游四站引入双层分解、参数寻优和残差校正策略的模型预报效果均优于未引入相应策略的对比模型。其中，ESMD-VMD-GA-ESN-AR 组合模型综合表现最佳，与其他模型相比，其年、月径流预报结果的NSE和QR最高，同时显著降低了RMSE、MAE和MAPE。
[bookmark: 正文段落_110]（3）ESMD-VMD-GA-ESN-AR组合预报模型在不同时间尺度和不同站点上的预报结果存在一定差异：年径流的预报误差更小，月径流的波动过程拟合效果更好；兰州站综合预报效果弱于其余三站。不同时间尺度和站点条件下，径流序列的波动过程存在差异，从而导致模型预报效果不同。
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[Objective]

Under

the

combined

influence

of

climate

change

and

human

activities,

runoff

series

exhibit

pronounced

non

-

stationarity

and

multi-scale

fluctuation

characteristics,

increasing

the

difficulty

of

medium-

and

long-term

runoff

forecasting.

T

he

aim

is

to

improve

the

forecasting

accuracy

of

single

mod

els

under

complex

runoff

conditions

.

[Methods]

An

integrated

ensemble

forecasting

mod

el

of

“

two-layer

decomposition-prediction-reconstruction-residual

correction

”

was

proposed.

First,

e

xtreme-point

s

ymmetric

mod

e

d

ecomposition

(ESMD)

was

used

to

decompose

the

runoff

series

into

multi-scale

oscillatory

components

and

a

trend

residual

,

and

v

ariational

mod

e

d

ecomposition

(VMD)

was

applied

to

high-frequency

fluctuation

components

for

refined

decoupling.

Then,

a

g

enetic

a

lgorithm

(GA)

was

employed

to

optimize

the

e

cho

s

tate

n

etwork

(ESN)

.

E

ach

component

was

mod

eled

separately

by

the

ESN,

and

the

outputs

were

summed

and

reconstructed

to

obtain

the

initial

forecast

ed

values.

Finally,

an

autoregressive

(AR)

error

correction

mod

el

based

on

residuals

was

constructed.

The

temporal

correlation

of

the

residual

series

was

utilized

to

predict

the

correction

terms,

which

were

then

superimposed

onto

the

reconstructed

results

to

complete

the

posterior

correction.

The

ESMD

-

VMD

-

GA

-

ESN

-

AR

ensemble

forecasting

mod

el

was

applied

to

annual

and

monthly

runoff

forecasting

at

four

hydrological

stations

in

the

upper

reaches

of

the

Yellow

River.

[Results]

The

results

show

ed

that

the

Nash

-

Sutcliffe

efficiency

coefficients

for

annual

and

monthly

runoff

forecasts

at

the

four

stations

exceed

ed

0.90.

Compared

with

the

other

thirteen

benchmark

mod

els,

the

ensemble

forecasting

mod

el

effectively

improve

d

the

forecast

qualification

rate,

substantially

reduced

the

root

mean

square

error

(

RMSE

),

mean

absolute

error

(

MAE

),

and

mean

absolute

percentage

error

