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摘  要：【目的】为提升锂离子电池剩余使用寿命（Remaining Useful Life, RUL）预测的精度与泛化能力，【方法】本研究提出了一种融合小龙虾优化算法（Crayfish Optimization Algorithm, COA）-误差反向传播（Back Propagation, BP）神经网络与Wiener过程的两阶段预测方法。该方法首先选取恒流充电时间作为健康因子，利用COA优化BP神经网络初始参数以追踪健康因子老化轨迹，进而引入Wiener过程建立随机退化模型，通过计算漂移系数和扩散系数实现RUL的预测。【结果】基于磷酸铁锂L1电池的循环老化数据验证表明，所提COA-BP-Wiener模型的预测误差显著降低，其均方根误差（Root Mean Square Error, RMSE）为13.9975，平均绝对误差（Mean Absolute Error, MAE）为11.7289，决定系数（Coefficient of Determination, R²）高达0.9948。与DBO-BP-Wiener、LSTM-Wiener及BP神经网络模型相比，RMSE分别降低7.10%、31.34%和63.60%，MAE分别降低7.55%、42.47%和67.52%。在公开数据集（同济大学NCA1电池）上的进一步验证显示，该模型在不同电池体系与实验条件下仍保持较好性能，RMSE为7.2345，MAE为5.6781，R²为0.9949。【结论】综上，COA-BP-Wiener模型能够有效刻画电池老化过程中的非线性与随机性，在保证高预测精度的同时具备良好的鲁棒性与跨数据适用性，为锂离子电池RUL的可靠预测提供了有效方法。
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Research on remaining useful life prediction method for lithium-ion batteries based on COA-BP-Wiener
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Abstract: [Objective] The aim is to improve the accuracy and generalization ability of remaining useful life (RUL) prediction for lithium-ion batteries. [Methods] A two-stage prediction method integrating the crayfish optimization algorithm (COA)-back propagation (BP) neural network with the Wiener process was proposed. First, the constant current charging time was selected as the health indicator (HI). The COA was used to optimize the initial parameters of the BP neural network to track the aging trajectory of the HI. Subsequently, the Wiener process was introduced to establish a stochastic degradation model, and RUL was predicted by calculating the drift and diffusion coefficients. [Results] Experimental results based on cycle aging data of the L1 LiFePO4 battery indicated that the prediction errors of the proposed COA-BP-Wiener model were significantly reduced, with a root mean square error (RMSE) of 13.9975, a mean absolute error (MAE) of 11.7289, and a coefficient of determination (R2) of 0.9948. Compared with the DBO-BP-Wiener, LSTM-Wiener, and BP neural network models, the RMSE decreased by 7.10%, 31.34%, and 63.60%, respectively, and the MAE decreased by 7.55%, 42.47%, and 67.52%, respectively. Further validation on the public dataset (NCA1 battery from Tongji University) showed that the model maintained good performance under different battery chemistries and experimental conditions, with an RMSE of 7.2345, an MAE of 5.6781, and an R2 of 0.9949. [Conclusion] In summary, the COA-BP-Wiener model can effectively characterize the nonlinear and stochastic features in the battery aging process, achieving high prediction accuracy while maintaining good robustness and cross-data applicability. This provides an effective method for reliable RUL prediction of lithium-ion batteries.
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[bookmark: _Hlk536691732]0 引  言
在全球环境问题日益严峻以及化石能源逐渐枯竭的背景下，新能源技术已成为能源领域的研究热点。其中，锂离子电池因其具有能量密度高、自放电率低、循环寿命长等优点，被广泛应用于电动汽车、储能系统及各类便携式电子设备中。然而，在长期充放电循环和复杂工况条件下，电池内部不可逆的电化学反应不断累积，导致其性能逐渐老化，主要表现为可用容量衰减和内阻持续增大，最终引发电池失效[1-2]。通常认为，当锂离子电池的剩余容量衰减至其额定容量的70%-80%时，即达到寿命终期（End of life, EoL）[3-5]。电池失效不仅会造成设备功能异常、系统性能下降[6]，还可能引发电路损坏、数据丢失甚至安全事故[7]，严重影响系统的可靠性与运行安全[8-9]。因此，如何对锂离子电池剩余使用寿命进行准确预测，已成为保障系统安全运行的关键问题。
预测与健康管理（Prognostics and Health Management, PHM）技术通过对系统运行状态和老化行为进行监测、建模与分析，实现对设备健康状态的评估和剩余使用寿命的预测，为系统的安全管理提供科学依据。将PHM技术引入电池管理系统（Battery Management System, BMS），不仅有助于提前识别潜在失效风险，还能够实现电池的优化使用和安全运行，在新能源系统的可靠性保障中具有重要的工程意义和应用价值[10-13]。PHM框架下，剩余使用寿命（Remaining Useful Life, RUL）预测是评估系统可靠性与安全性的核心环节。针对锂离子电池复杂且不可逆的老化过程，学者围绕RUL预测问题开展了大量研究，现有研究方法可大致分为基于模型的方法、基于数据驱动的方法以及模型与数据相结合的混合方法[14-15]。
基于模型的方法通常从电池内部老化机理或统计老化过程出发，通过建立物理模型或随机过程模型对电池老化行为进行描述。例如，等效电路模型[16]、电化学模型[17]以及基于Wiener过程[18]、Gamma过程[19]等随机老化模型[20]。该方法能够在一定程度上反映电池老化的物理或统计特性[21, 22]，并具有较好的可解释性。然而，这类方法往往依赖于模型假设及参数辨识的准确性，在复杂工况或个体差异较大的情况下，其预测精度和适应性仍面临挑战。
基于数据驱动的方法则侧重于利用历史运行数据，通过机器学习或深度学习模型直接学习电池老化规律，实现RUL预测[22-23]。典型方法包括支持向量机[24]、人工神经网络[14, 25]、长短期记忆网络[23, 26]等。这类方法对复杂非线性关系具有较强的建模能力[27]，且对先验物理知识依赖较小，但其预测结果通常缺乏明确的物理解释，且在样本规模有限或工况变化较大时，模型的泛化能力和稳定性仍有待进一步提高。
近年来，融合模型驱动与数据驱动优势的混合方法逐渐受到关注。该类方法通常利用数据驱动模型刻画复杂非线性老化特征，同时引入老化模型或物理约束对预测结果进行约束[28-30]，从而在提高预测精度的同时增强模型的可解释性与鲁棒性。然而，现有的混合方法仍存在两方面局限：首先，数据驱动模型极易陷入局部最优解，且初始参数的随机性导致其对轨迹跟踪不够稳定，直接影响后续预测精度；其次，目前的混合模型大多侧重于确定性的点预测，缺乏对RUL预测结果的概率分布与不确定性量化，难以满足高可靠性系统对风险评估的需求。如何构建一种既能精准捕捉非线性特征，又能提供可靠概率依据的融合框架，是当前亟需解决的关键问题。
针对上述方法的不足，本研究提出了一种改进的融合模型和数据驱动的混合方法：一方面，引入具有全局寻优能力的小龙虾优化算法（Crayfish Optimization Algorithm, COA）对误差反向传播（Back Propagation, BP）神经网络进行改进，解决了传统数据驱动模型易陷局部最优的难题；另一方面，结合Wiener随机过程构建两阶段框架，弥补了确定性模型缺乏统计学解释的短板。这种改进的双驱动框架旨在实现高精度非线性拟合与可靠概率预测的统一。本研究主要贡献如下：
（1）提出了一种融合深度学习与随机过程的锂离子电池RUL两阶段预测框架。该框架将深度学习的非线性映射能力用于第一阶段的特征提取与初步预测，将随机过程的数学解析能力用于第二阶段的寿命预测。该框架结合了数据驱动方法和随机过程模型，在本研究实验条件下提升了算法的预测精度，并在所测试数据集上表现出一定的泛化能力。
（2）在框架的第一阶段，提出了一种基于COA-BP神经网络的健康因子（Health Indicator, HI）的预测方法。针对锂离子电池普遍存在的容量再生局部波动及噪声干扰，利用COA算法特有的避暑-竞争双重机制优化BP神经网络的初始权重与阈值。与其他优化算法相比，该方法通过大跨度随机游走有效规避了局部最优陷阱，并利用高强度竞争机制实现了对非线性老化轨迹的微调，从而为后续寿命预测提供了高质量的先验数据输入。
（3）在框架的第二阶段，提出了一种基于Wiener过程的RUL预测方法。将第一阶段输出的HI预测序列作为输入引入Wiener过程，通过计算漂移系数与扩散系数，构建RUL的概率密度函数，计算得到RUL的期望值，从而实现RUL的精准预测。该方法有效量化预测结果的不确定性，为电池RUL预测提供了具有参考价值的概率依据。
1 锂离子电池实验数据获取
1.1 锂离子电池循环寿命实验
本研究以18650磷酸铁锂（LiFePO4）动力电池作为研究对象，这种电池产品的合格率高，电池的一致性相对较好，内阻比较小，有一定的安全和性能保证。电池的主要性能参数如表1所列。实验使用两块电池，分别命名L1、L2。
表1  电池主要性能参数
Table 1  Main battery performance parameters
	技术参数
	规格

	标称容量/mAh
	1100

	标称电压/V
	3.2

	上限截止电压/V
	3.65

	下限截止电压/V
	2.5

	标准放电的放电倍率/C
	5


本次实验采用武汉蓝电电子股份有限公司生产的CT5002A型动力电池测试系统进行充放电测试。该设备具备16个独立测试通道，电压与电流测量精度均达到±0.1%FS，确保了实验数据采集的高可靠性。为消除环境温度波动对电化学特性的影响，所有电池均放置于上海博翎仪器设备有限公司生产的BLC-300型电池恒温箱中。该恒温箱采用平衡恒温调控系统与P.I.D微电脑集成控制器，实验全程温度恒定设置为25℃。
为了获取电池全寿命周期的老化数据，实验设计了包含定期性能检测的循环老化方案，具体的测试流程如下。
（1）在每个老化周期开始前，首先对电池进行最大可用容量测试和混合脉冲功率特性测试。
（2）循环老化实验。完成性能检测后，对电池施加充放电循环以模拟老化。每个老化周期包含18次连续的充放电过程，单次充放电步骤如下。
①恒流-恒压充电：以5C的恒定电流对电池充电至截止电压3.65V，随后转为恒压充电，直至电流降至0.04C，充电结束后静置1h。
②恒流放电：以5C的恒定电流对电池放电，直至电压降至2.5V，放电结束后静置1h。
③循环设置：重复上述充电和放电步骤18次，完成一个老化周期。
（3）重复步骤（1）和（2），直至电池的最大可用容量衰减至初始容量的80%，此时停止实验。
如图1所示为L1和L2在全寿命周期内的容量老化轨迹。可以看出随着老化循环的进行，最大可用容量呈现出明显的非线性下降趋势。
[image: ]
图1  L1和L2电池的容量老化曲线
Fig. 1  Capacity aging curves of batteries L1 and L2
1.2 健康因子构建
在锂离子电池RUL预测研究中，容量和内阻是表征电池SOH最直接的指标。然而，获取精确的容量值通常需要进行完整的静态充放电测试，这在实际的BMS中既耗时又难以实现。因此，从常规运行数据中提取与容量老化高度相关的间接HI成为一种通用的解决方案[31-32]。
对于本研究使用的锂离子电池而言，恒流充电时间（Constant Current Charging Time, CCCT）表现出单调衰减趋势。这是因为随着电池老化，极化效应增强且容量降低，导致电池端电压更快达到充电截止电压。因此，本研究选取恒流充电阶段的持续时间作为健康因子。提取的HI序列可表示为
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式中，表示第次循环中恒流充电阶段的持续时间；表示总循环次数。
如图2所示为L1和L2电池提取出的HI曲线。可以看出该曲线呈现出清晰的下降趋势，且与电池容量的老化轨迹具有较好的一致性，证实了该参数的物理有效性。
[image: ]
图2  L1和L2电池的健康因子曲线
Fig. 2  Health indicator curves of batteries L1 and L2
为了定量评估所提取HI的代表性，本研究采用皮尔逊相关系数[33-34]来分析基于CCCT的HI与真实容量之间的相关程度。计算公式为

		




式中，代表提取的HI序列；代表实测的容量序列，和分别为其均值。
图3展示了相关性分析的结果。计算表明，电池L1和L2的HI与容量之间的皮尔逊相关系数绝对值均超过0.998。这一较高的正相关证明了所提出的基于恒流充电时间的HI能有效地捕捉锂离子电池的老化状态，可作为后续RUL预测模型中的输入特征。
[image: ]
图3  皮尔逊相关性分析
Fig. 3  Pearson correlation analysis
2 基于COA-BP-Wiener模型的RUL预测
2.1 基于COA-BP模型的健康因子预测
2.1.1 小龙虾优化算法
小龙虾优化算法（Crayfish Optimization Algorithm, COA）是一种新型优化算法。该算法模拟了小龙虾在不同环境温度下的社会行为，主要包括避暑行为、竞争行为和觅食行为。COA通过引入温度变量来平衡算法的全局和局部开发能力，具有寻优精度高且不易陷入局部最优的特点。









在COA的数学模型中，假设种群规模为，空间的维度为。第只小龙虾在第次迭代时的位置向量表示为。其中，在算法开始迭代前，即时，第只小龙虾在第维空间上的初始位置根据空间的上下界随机生成，其数学表达式为

		





式中，和表示第维空间的上界和下界；表为之间的随机数。


温度的变化会影响小龙虾当前所处的行为模式。环境温度模拟了自然界中20℃至35℃的波动范围，其计算公式如式所示。根据的数值大小，算法将迭代过程分为避暑阶段和觅食阶段，具体为
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当环境温度过高，即＞30℃时，小龙虾为了维持生存，会进入避暑阶段。该阶段小龙虾会向当前种群中适应度最好的位置，即洞穴靠拢。洞穴的定义为
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式中，为目前为止通过迭代获得的最佳位置；为上一代小龙虾更新后获得的最佳位置。

（1）若＜0.5，则表示洞穴数量很多，小龙虾可以顺利找到空闲洞穴，直接向最优解靠拢，位置更新公式为

		



式中，表示更新后的位置，为随迭代递减的避暑系数，为最大迭代次数。

（2）若≥0.5，则表示洞穴稀缺，小龙虾需要与其他个体竞争洞穴资源，此时触发竞争机制，位置更新公式为

		

式中，为从当前种群中随机选取的另一只小龙虾的位置，该机制模拟了高温下的资源争夺。



当环境温度适宜即≤30℃时，小龙虾进入活跃状态，个体的行为受到食物吸引，开始觅食活动。食物的定义为，同时引入觅食因子来描述食物的大小，计算公式为

		


式中，和分别为当前个体和食物的适应度值。

当≤2时，此时食物大小适中，小龙虾直接向食物移动并进食，数学表达式为

		


当＞2时，此时食物体积过大，小龙虾无法直接吞食，需要先将食物撕碎。数学上，使用指数衰减函数对食物位置进行分解，得到撕碎后的食物位置为

		
此时，小龙虾围绕撕碎后的食物进行觅食，其位置更新引入了正弦函数和余弦函数以模拟撕扯动作

		


综上所述，COA算法通过温度参数和随机概率的双重判定机制，自适应地在避暑、竞争和觅食三种模式间切换，为BP神经网络初始参数的寻优提供了高效的搜索策略。
2.1.2 BP神经网络模型
BP神经网络通常由输入层、隐含层和输出层构成。输入层用于接收外部特征，隐含层通过非线性激活函数对输入特征进行变换，输出层则给出预测结果。在训练过程中，网络首先根据当前权重完成前向传播，得到输出值；随后将预测值与真实值之间的误差逐层反向传播，并利用梯度下降原理对网络权重进行更新，直至误差满足预设条件。



BP神经网络包含输入层、隐含层和输出层。对于预测时刻，输入层接收包含前个历史HI值的特征向量。整体流程如图4所示。
[image: ]
图4  BP神经网络拓扑结构图
Fig. 4  Topological structure of BP neural network





信号的前向传播计算过程如下：输入向量经连接权重矩阵加权后传入包含个神经元的隐含层。隐含层神经元的输出向量由非线性激活函数处理得到

		

式中，为隐含层偏置向量。





随后，隐含层输出经权重矩阵加权传递至包含个神经元的输出层。最终的预测值由线性传递函数计算得出

		

式中，为输出层偏置向量。



网络的参数学习基于误差反向传播原理。在训练阶段，模型计算当前时刻的预测输出与真实监测值之间的偏差

		


误差信号被逐层反向传播至隐含层和输入层。网络基于梯度下降原理，利用误差梯度对各层间的连接权重和偏置参数进行迭代更新。
本研究基于MATLAB神经网络工具箱搭建实验环境。具体的网络超参数设置如下：滑动窗口大小设定为10，隐含层节点数设定为5，输出层节点数设定为1，优化算法选用trainlm，初始学习率设定为0.01，最大迭代次数设定为200。
2.1.3 COA-BP耦合优化与健康因子预测流程
锂电池健康状态的老化轨迹受复杂电化学反应影响，呈现显著的非线性与时变特征，传统线性回归模型难以充分刻画。BP神经网络虽具有较强的非线性拟合能力，但其依赖梯度下降的训练过程易受初始参数影响，常收敛至局部最优解。为此本研究引入全局寻优能力较强的COA，对BP神经网络的初始权重与阈值进行优化，构建COA-BP混合预测模型，以提升电池健康状态预测的精度与稳定性。




为充分利用HI序列中的信息，引入滑动窗口机制构建学习样本。设在监测时刻处获得健康指标序列，选取长度为的滑动窗口，将连续个历史HI值作为网络输入，以其下一时刻的HI值作为网络输出，从而构建如式的非线性映射关系。通过该方式，一维HI序列预测问题被转化为监督学习问题，具体为

[bookmark: ZEqnNum960253]			

在COA-BP模型中，COA的核心任务是寻找一组最优的初始权重和阈值。COA中的每一只小龙虾的位置向量代表BP神经网络的一组潜在网络参数。则小龙虾编码维度计算为

		



式中，表示BP神经网络的输入层节点数；表示BP神经网络的隐藏层节点数；表示BP神经网络的输出层节点数。


选取训练集上的均方误差（Mean Square Error, MSE）作为适应度函数。对于第只小龙虾，将其位置向量解码并赋值给BP神经网络，计算公式为

		



式中，为训练样本数；和分别为真实值和预测值。适应度值越小，表明该组参数对应的网络预测误差越低。
COA-BP模型的整体流程如图5所示。基于该方法的滑动窗口法无需预先假设HI的具体老化形式，能有效捕捉电池老化过程中由工况变化、老化机理耦合等因素引起的非线性特征。且避免了传统的BP神经网络在梯度下降过程中可能受到初始权重的影响，难以找到全局最优解的问题，同时COA优化后，可以更灵活地调整搜索方向，因此，该方法适用于对HI的预测，并可为后续基于Wiener过程的寿命预测提供可靠的先验老化轨迹。
值得注意的是，针对锂离子电池HI中普遍存在的容量再生及噪声干扰，COA算法相较于其他同类的元启发式优化算法展现出了更强的适应性。在优化BP神经网络权重的过程中，例如蜣螂优化算法（Dung Beetle Optimizer, DBO）的滚球机制虽然具备一定的全局搜索能力，但在面对由HI波动形成的复杂多峰误差曲面时，往往因局部开发力度不足而陷入早熟收敛。相比之下，COA算法通过避暑-竞争双重机制构建了更具鲁棒性的寻优策略：其避暑阶段用大跨度的随机游走帮助种群有效跳出由容量波动造成的局部伪极值陷阱；而竞争阶段则通过模拟高强度的洞穴争夺行为，迫使个体在最优解邻域内进行深度挖掘。这种机制提升了BP神经网络对电池老化轨迹中非线性特征的捕捉精度。
[image: ]
图5  基于COA-BP神经网络的HI预测算法流程
Fig. 5  Flowchart of HI prediction algorithm based on COA-BP neural network
2.2 基于Wiener过程的RUL预测


Wiener过程是一类典型的连续时间随机过程，因其能够同时描述系统退化的趋势和波动，被广泛应用于工程系统的退化建模与RUL的预测中[35]。Wiener过程具有以下特点：（1）初始值为0。（2）Wiener过程具有独立平稳增量。（3）在任意时刻内的变化服从正态分布。（4）Wiener过程在时间上处处连续，满足马尔可夫性质。因此，可以利用维纳模型来拟合真实的退化变化曲线，并根据当前和历史的退化数据来估计下一时刻的退化。






基于上述定义，维纳过程的表达式可表示为公式。表示时间处退化的值，为初始退化值，令为0。𝜆为漂移系数，反映产品的退化速率，𝜎为扩散系数，表示标准布朗运动，且，反映产品退化过程的不确定性，具体为
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由Wiener过程定义可知，其数学期望和方差分别表示为

		

		

在锂离子电池寿命预测中，电池失效定义为退化状态首次达到失效阈值。因此电池的失效时间可表示为Wiener过程的首达时间（First Hitting time, FHT），可表示为

		



式中，为失效阈值。则在当前监测时刻，对应的退化状态为，则电池的RUL可表示为

		


在和均为常数的条件下，FHT的概率分布具有解析解，并服从逆高斯分布。其概率密度函数（Probability Density Function, PDF）可表示为

[bookmark: ZEqnNum746404]		


基于上述退化模型，需要利用监测到的历史退化数据对未知参数和进行估计。由于Wiener过程具有明确的概率分布形式，最大似然估计（Maximum Likelihood Estimation, MLE）成为最常用且具有统计最优性的参数估计方法。







在监测时刻的退化数据为，则其时间增量和退化数据增量分别为：和，其中。由于Wiener过程的独立增量性质，相邻时刻的退化数据增量可表示为：，且。在各增量相互独立的条件下，监测序列的联合概率密度函数可表示为各增量概率密度函数的乘积，具体为

		
对上式两边求对数，可得对数似然函数为

		




为了获得参数和的极大似然估计值，令对数似然函数关于和的偏导数为零，则

		

		


联立上述方程求解，可得极大似然估计值和分别为

		

		


由此可见，的估计仅依赖于当前时刻的累积退化量与运行时间，而则反映了历史退化路径在平均趋势周围的波动情况。将估计结果代入，即可获得RUL的概率分布，并进一步计算其期望值作为RUL预测结果。
3 结果与分析
为评估所提出模型在HI和RUL预测中的性能，采用四种评价指标，分别是均方根误差（Root Mean Square Error, RMSE）、平均绝对误差（Mean Absolute Error, MAE）、平均绝对百分比误差（Mean Absolute Percentage Error, MAPE）和决定系数（Coefficient of Determination, R2）。计算公式为

		

		

		

		






式中，表示测试样本的总数；表示第个样本的真实值；表示模型针对第个样本的预测值；表示真实值的平均值。
需说明的是，考虑到电池失效时刻的真实RUL值为0，此时MAPE计算公式中的分母为0会导致存在奇异点问题，因此本研究未采用MAPE作为RUL预测的评价指标。
3.1 COA关键参数设置与分析
基于2.1节提出的COA-BP模型，利用滑动窗口构造特征向量，对L1和L2电池的HI进行预测。实验中，选取前50%的数据作为训练集，后50%的数据作为测试集。
为了确定COA模型的最佳超参数组合，本研究利用L1电池进行了参数敏感性实验。实验设置种群规模在10~50范围内变化，实验结果如表2所示。当种群规模＜30时，算法搜索能力不足导致误差较高；而种群规模＝30当时，RMSE降至最低点，且计算时间适中；继续增加种群规模不仅未提升精度，反而显著增加了计算耗时。因此本研究将种群规模设置为30。
表2  不同种群规模下的COA模型性能对比
Table 2  Performance comparison of COA model under different population sizes
	电池
	种群规模
	RMSE
	时间/s

	L1
	10
	10.653
	8.4498

	
	20
	9.8709
	17.0063

	
	30
	4.5528
	26.5975

	
	40
	5.2179
	35.0808

	
	50
	5.3258
	42.3921


在确定种群规模为30的基础上，本研究进一步探究了最大迭代次数对模型预测性能的影响。实验设置最大迭代次数分别为10~50次，对比结果如表3所示。实验发现，在最大迭代次数为10次的条件下，迭代次数不足，COA算法无法完全跳出局部最优陷阱或达到收敛状态，致使HI预测误差较大。当最大迭代次数增加至30时，RMSE显著下降并趋于稳定，此时算法已在搜索空间内完成了充分的寻优过程。继续增加迭代次数至50次，模型精度提升幅度极小，但计算耗时却从26.5975s剧增至67.1702s。因此，本研究将最大迭代次数设定为30，以在本文实验条件下兼顾预测效果与计算耗时。
表3  不同最大迭代次数下的COA模型性能对比
Table 3  Performance comparison of COA model under different maximum iteration counts
	电池
	最大迭代次数
	RMSE
	时间/s

	L1
	10
	22.3511
	9.7732

	
	20
	12.9629
	18.8197

	
	30
	4.5528
	26.5975

	
	40
	5.0633
	39.4576

	
	50
	4.4767
	67.1702


3.2 健康因子预测验证与分析
如图6所示为L1和L2电池使用不同算法的HI预测结果。
	

	


	(a) L1电池
	(b) L2电池


图6  不同算法在电池L1和L2上的HI预测结果对比
Fig. 6  Comparison of HI prediction results for batteries L1 and L2 using different algorithms
从图6可以看出，在电池老化后期，真实老化轨迹表现出明显的非线性波动特征。BP神经网络的预测值与真实值偏差最大，难以拟合该阶段复杂的退化趋势。LSTM和DBO-BP模型虽然在整体精度上有所提升，但对局部波动仍存在平滑效应，未能充分捕捉细节变化。相比之下，COA-BP模型在整个测试周期内表现出较好的跟踪性能，能够较好响应老化过程中的细微非线性波动。这表明，COA的引入在一定程度上增强了模型的全局优化能力与复杂特征提取能力，使其对本研究数据中的电池老化动态特性具有较好的适应性。
表4  不同算法对L1和L2电池HI预测性能的评价指标
Table 4  Evaluation indicators of HI prediction performance for batteries L1 and L2 using different algorithms
	电池
	算法
	RMSE
	MAE
	MAPE
	R2

	L1
	COA-BP
	4.5528
	3.0472
	0.4820%
	0.9650

	
	DBO-BP
	5.8471
	4.0905
	0.6466%
	0.9422

	
	LSTM
	5.2054
	3.7683
	0.5923%
	0.9542

	
	BP
	6.0825
	4.0801
	0.6463%
	0.9375

	L2
	COA-BP
	4.6989
	3.3545
	0.5355%
	0.9644

	
	DBO-BP
	5.1507
	3.4620
	0.5543%
	0.9572

	
	LSTM
	5.7316
	4.2174
	0.6719%
	0.9470

	
	BP
	6.5447
	4.6619
	0.7448%
	0.9309


表4展示了L1和L2电池的HI预测性能指标。在本研究测试条件下，COA-BP模型在多数评价指标上取得了较优结果，其预测准确性相较于对比模型有所提高。
在绝对误差指标上，COA-BP模型的RMSE和MAE相对较低，优于BP神经网络。同为优化算法的DBO-BP模型精度次之，而LSTM模型虽优于传统BP网络，但整体仍低于COA-BP模型。在MAPE指标上，COA-BP模型同样表现较好，体现出较好的预测稳定性。此外，其决定系数R²相对较高，表明模型对电池老化变异性具有较强解释能力。
具体而言，在L1电池上，COA-BP模型相较于对比方法的RMSE、MAE和MAPE分别最高下降25.15%、25.51%和25.46%，R²最高提升2.93%。L2电池的结果呈现一致趋势，各项指标亦实现显著下降（如RMSE精度最高下降28.20%），进一步说明模型在本研究的数据集上具有较高的预测精度。
3.3 RUL预测的验证与分析
	

	


	(a) L1电池
	(b) L2电池


图7  L1和L2电池RUL预测结果和概率密度分布
Fig. 7  RUL prediction results and probability density distributions of batteries L1 and L2
图7为L1与L2电池的RUL预测结果以及相应的PDF变化情况。红色曲线为实际RUL随循环次数的老化轨迹，蓝色星号标注为预测RUL结果，彩色曲线则对应不同监测点的RUL概率分布，每隔100个循环进行一次监测。


由图7可以看出，随着循环数的增加，实际RUL呈单调下降趋势。预测的RUL与实际曲线整体保持良好一致性，能较好捕捉RUL的变化趋势，表明模型具备较好的预测能力。在预测初期，预测均值位于较宽的置信区间内，体现了基于Wiener模型的FHT在早期阶段不确定性较大的统计特征；随着当前老化状态逐渐逼近失效阈值，漂移系数对路径的约束作用增强，扩散系数受限，导致分布逐渐趋于对称并呈尖峰形态，此时预测均值逐渐收敛于概率密度峰值区域。这一现象不仅量化了早期预测的不确定性，而且验证了所建模型在寿命末端阶段的终点锁定能力，即能够在失效前给出具有较高置信度的RUL预测结果。
	

	


	(a) L1电池
	(b) L2电池


图8  不同算法在L1和L2电池上的RUL预测结果对比
Fig. 8  Comparison of RUL prediction results for batteries L1 and L2 using different algorithms
图8展示了L1和L2电池使用不同算法的RUL预测结果。从图中可以看出，单一的BP神经网络模型无法有效跟踪电池后期的加速老化趋势，这主要归因于纯数据驱动模型缺乏足够的外推能力。相比之下，融合了Wiener过程的混合模型在一定程度上修正了这一预测偏差。由于Wiener过程建模了老化路径中的随机漂移及扩散特性，该模型不仅改善了短期跟踪性能，还能够在预测后期保持统计意义上的合理收敛，从而提升了剩余寿命预测的可靠性与物理一致性。进一步观察图8可知，在本研究实验条件下，COA-BP-Wiener模型相较于对比算法表现较优，能够紧密贴合真实的RUL曲线，在一定程度上提升了模型在全寿命周期内的预测精度和鲁棒性。
表5  不同算法对L1和L2电池RUL预测性能的对比
Table 5  Comparison of RUL prediction performance for batteries L1 and L2 using different algorithms
	电池
	算法
	RMSE
	MAE
	R2

	L1
	COA-BP-Wiener
	13.9975
	11.7289
	0.9948

	
	DBO-BP-Wiener
	15.0665
	12.6871
	0.9940

	
	LSTM-Wiener
	20.3858
	20.3858
	0.9890

	
	BP-Wiener
	26.8120
	24.5384
	0.9809

	
	BP
	38.4513
	36.1059
	0.9607

	L2
	COA-BP-Wiener
	18.6855
	15.3992
	0.9910

	
	DBO-BP-Wiener
	21.3754
	17.4898
	0.9882

	
	LSTM-Wiener
	21.0345
	17.5981
	0.9886

	
	BP-Wiener
	25.9474
	21.0947
	0.9826

	
	BP
	48.6986
	41.4410
	0.9386


表5所示的L1、L2电池RUL预测性能指标进一步验证了本研究方法的优越性。COA-BP-Wiener模型在两项实验中各项指标整体表现较优，预测误差低于其他对比模型。
以L1电池为例，本模型在RMSE、MAE及R²（达0.9948）上均取得较优结果，表明其对电池全寿命周期老化趋势的变异性具有较强解释力。相较之下，同为混合优化算法的DBO-BP-Wiener模型精度次之，而LSTM-Wiener模型虽优于单一BP神经网络，但整体表现仍不及COA优化框架。
具体而言，在L1数据集上，本模型较其他对比方法的RUL预测RMSE下降了7.10%、31.34%、47.79%和63.60%，MAE分别下降了7.55%、42.47%、52.20%和67.52%，R²拟合优度分别提升了0.08%、0.59%、1.42%和3.55%。L2电池的测试结果也呈现出高度一致的精度提升趋势，RMSE分别下降了12.59%、11.17%、27.99%和61.63%，MAE分别下降了11.95%、12.50%、27.00%和62.84%，R²分别提升了0.28%、0.24%、0.85%和5.58%。
3.4 不同健康因子对模型预测性能的影响分析
为全面评估不同特征对电池老化的表征能力，除本研究提出的CCCT（记作HI1）外，本研究进一步提取了四种易于在线获取的候选HI：恒压充电时间（HI2）、充电电压变化率（HI3）、放电电压平台（HI4）以及增量容量曲线峰值（HI5）。表6展示了各HI与电池实际容量之间的皮尔逊相关系数。
表6  不同HI与容量之间的皮尔逊相关系数
Table 6  Pearson correlation coefficients between different HIs and capacities
	健康因子
	L1相关性
	L2相关性

	HI1
	0.9989
	0.9994

	HI2
	0.1831
	0.0965

	HI3
	-0.9795
	-0.9871

	HI4
	0.9363
	0.9265

	HI5
	0.9976
	0.9967


由表6可知，除HI2外，其他候选HI与容量的相关系数绝对值均在0.92以上，展现出了较强的相关性。但是HI2的相关性偏低，在L2电池中仅为0.0965。这主要是由于磷酸铁锂电池在恒压充电阶段时间很短且电流衰减极快，使得该指标无法稳定反映电池的老化状态。

为量化HI的抗干扰性能，本研究使用了鲁棒性评价指标。该指标计算HI序列噪声残差的标准差与原始序列总标准差的比值。其值越小，表明HI的信噪比越高，受传感器误差和环境噪声的影响越小，其抗干扰能力越强。具体计算公式为

		


式中，表示HI的序列；表示低通滤波后的HI序列。

表7所示为不同HI的计算结果。
表7  不同HI的鲁棒性计算结果
Table 7  Robustness calculation results of different HIs
	健康因子
	L1鲁棒性
	L2鲁棒性

	HI1
	0.0347
	0.0304

	HI2
	0.8599
	0.8169

	HI3
	0.0803
	0.0830

	HI4
	0.0766
	0.0818

	HI5
	0.0480
	0.0457




表7结果表明，本研究所选取的HI1（CCCT）展现出较为明显的优势，在L1和L2电池下的仅为0.0347和0.0304，低于其他候选HI。相比之下，HI2在L1电池下的得分高达0.8599，反映出严重的噪声干扰。综合以上两点原因，本研究剔除HI2，选取表现较优的HI3、HI4和HI5进一步开展RUL预测对比实验。
表8  不同HI的RUL预测结果
Table 8  RUL prediction results for different HIs
	电池
	HI
	RMSE
	MAE
	R2

	L1
	HI1
	13.9975
	11.7289
	0.9948

	
	HI3
	332.9341
	300.9341
	-1.9179

	
	HI4
	942.5317
	873.6878
	-22.3973

	
	HI5
	73.6540
	64.9476
	0.8571

	L2
	HI1
	18.6855
	15.3992
	0.9910

	
	HI3
	255.3387
	223.9496
	-0.6723

	
	HI4
	962.1191
	883.4136
	-22.7426

	
	HI5
	36.1063
	29.8761
	0.9666



表8所示为不同HI的RUL预测结果。由表8可知，尽管HI3、HI4和HI5与电池容量的相关系数均达到了0.91以上，表现出较强的退化同步性，但其RUL预测结果却呈现出巨大的偏差。尤其是放电电压平台指标，在L1电池上尽管其相关系数高达0.9363，指数低至0.0766，但预测结果的RMSE高达942.5317。这说明相关系数仅能反映指标与容量在趋势上的线性一致性，而无法衡量其与特定预测算法的数学适配度。
HI3和HI4预测失效的根源在于其老化轨迹具有显著的非线性特征。此类指标在老化前期变化极小，后期变化极大，违背了Wiener过程的线性漂移假设，导致模型在预测初期因漂移系数估计值过小而产生严重的寿命过估计。相比之下，本研究选取的CCCT指标在所测试数据集上表现较优。实验结果表明，CCCT的老化变化特征与Wiener随机过程建模假设具有较好的适配性，因此在本研究实验条件下能够取得较好的RUL预测效果。
3.5 不同训练数据比例对模型预测性能的影响分析
为了验证模型在不同老化阶段下的鲁棒性与泛化性，本研究在基准50%划分的基础上，增加了用60%和70%数据作为训练集，剩下数据作为测试集的对比实验。L1和L2电池在不同训练比例下的预测结果如表9所示。
表9  不同训练比例下L1与L2电池的预测性能对比
Table 9  Comparison of prediction performance for batteries L1 and L2 under different training ratios
	电池
	训练集比例
	HI预测误差
	RUL预测误差

	
	
	RMSE
	MAE
	R2
	MAPE/%
	RMSE
	MAE
	R2

	L1
	60%
	3.1468
	2.2882
	0.9772
	0.3625
	15.1152
	12.5075
	0.9904

	
	70%
	2.5901
	2.2237
	0.9749
	0.3494
	9.7700
	7.5342
	0..9929

	L2
	60%
	2.6418
	1.9916
	0.9849
	0.3618
	16.8579
	13.0676
	0.9884

	
	70%
	4.8739
	4.2037
	0.9123
	0.6717
	16.2729
	12.2559
	0.9808


从表9可以看出，在不同训练集比例条件下，L1和L2电池在HI与RUL预测中的误差水平均保持较低且稳定的水平，并且随训练数据的增加，误差呈现进一步减小的趋势。这表明所构建模型能够在不同老化阶段有效挖掘HI的老化信息，实现较高精度的预测。并且得益于COA-BP-Wiener所构成的双阶段预测框架，模型在面对复杂退化过程和局部噪声干扰时，能够通过Wiener过程引入的随机漂移与随机扩散约束，从而使最终RUL预测结果在不同老化程度与数据划分策略下保持较好的稳定性与一致性。
3.6 跨电池体系的泛化性验证
为了进一步验证本研究提出的方法在不同电池体系、不同温度及不同充放电倍率下的泛化性能与鲁棒性，本研究引入了同济大学的锂离子电池老化数据集进行补充验证。该数据集选用了三元锂离子电池作为实验对象，在45°C的恒温环境下进行循环实验。值得注意的是，与前文L1、L2电池采用的5C高倍率充电工况相比，该数据集采用了0.5C的低倍率充电和1C的低倍率放电。这种倍率差异可为评估所选HI及预测模型在不同充放电条件下的适用性提供一定参考。本研究选取了编号为CY45-05_1-#1（简称NCA1）和CY45-05_1-#2（简称NCA2）的两块电池作为实验对象，用于评估模型在不同场景下的预测表现。同样选取前50%的数据作为训练集，后50%的数据作为测试集。
图9所示为NCA1和NCA2电池使用不同算法的HI预测结果。从整体趋势来看，单一的BP神经网络和LSTM模型在测试阶段均表现出不同程度地偏离真实值，其曲线较为平滑，在局部波动处的跟踪精度不足。相比之下，引入优化算法的混合模型表现更佳。DBO-BP模型虽然纠正了大部分偏差，但在精度上仍落后于本研究所提出的方法。
	

	


	(a) NCA1电池
	(b) NCA2电池


图9  不同算法在电池NCA1和NCA2上的HI预测结果对比
Fig. 9  Comparison of HI prediction results for batteries NCA1 and NCA2 using different algorithms
表10给出了不同算法对NCA1和NCA2电池HI预测的定量的性能对比。
[bookmark: OLE_LINK17]表10  不同算法对NCA1和NCA2电池HI预测性能的对比
Table 10  Comparison of HI prediction performance for batteries NCA1 and NCA2 using different algorithms
	电池
	算法
	RMSE
	MAE
	MAPE
	R2

	NCA1
	COA-BP
	34.2797
	29.3941
	0.6569%
	0.9843

	
	DBO-BP
	38.0578
	31.9043
	0.7114%
	0.9806

	
	LSTM
	51.2116
	35.4139
	0.8408%
	0.9649

	
	BP
	65.6015
	60.4728
	1.3842%
	0.9424

	NCA2
	COA-BP
	31.0661
	24.5858
	0.5602%
	0.9837

	
	DBO-BP
	34.9112
	24.9721
	0.5779%
	0.9794

	
	LSTM
	36.4136
	26.9873
	0.6278%
	0.9776

	
	BP
	46.7847
	34.3623
	0.8049%
	0.9630


[bookmark: OLE_LINK14]表10的结果进一步说明，COA-BP模型在NCA1和NCA2电池数据上取得了较好的HI预测效果，其预测误差低于对比模型。
[bookmark: OLE_LINK15]以NCA1电池为例，COA-BP模型取得了相对较优的RMSE、MAE、MAPE及R²指标。相较于其他算法，其RMSE分别下降了9.93%、33.06%和47.75%，MAE分别下降了7.87%、17.00%和51.39%，MAPE分别下降了7.66%、21.87%和52.54%，R²拟合优度分别提升了0.38%、2.01%和4.45%。
在NCA2电池上，模型同样展现出稳定的性能优势：相较于其他算法，RMSE分别下降了11.01%、14.68%和33.60%，MAE分别下降了1.60%、8.90%和28.45%，MAPE分别下降了3.06%、10.77%和30.40%，R²分别提升了0.44%、0.62%和2.15%。实验结果一致表明，COA-BP模型在所使用的NCA电池数据上表现出较好的预测精度和一定的适用性。
	

	


	(a) NCA1电池
	(b) NCA2电池


图10  NCA1和NCA2电池RUL预测结果和概率密度分布
Fig. 10  RUL prediction results and probability density distributions of batteries NCA1 and NCA2
图10展示了NCA1和NCA2电池的RUL预测结果及概率密度分布。可以看出，其PDF变化规律与前文L1和L2电池保持高度一致。尽管NCA电池具有不同的正极材料和不同的循环工况，COA-BP-Wiener模型仍能较好跟踪真实RUL变化趋势，且PDF曲线随循环次数增加呈现出较明显的收窄趋势。这一结果再次印证了Wiener过程在处理不同电池体系时的有效性，说明本研究所提出的方法在所测试场景中具有一定的适用性和较好的稳定性。
	

	


	(a) NCA1电池
	(b) NCA2电池


图11  不同算法在NCA1和NCA2电池上的RUL预测结果对比
Fig. 11  Comparison of RUL prediction results for batteries NCA1 and NCA2 using different algorithms
图11展示了不同算法对NCA1和NCA2电池的RUL预测结果。相比其他模型，单一的BP神经网络模型在寿命末期预测偏差显著。DBO-BP-Wiener和LSTM-Wiener等混合模型虽改善了整体趋势，但在预测初期仍存在较大误差。
相比之下，COA-BP-Wiener模型的预测曲线与真实RUL整体吻合较好，尤其在预测初、后期均未出现明显偏差。这表明该方法能有效捕捉电池老化全过程的动态特征，在使用的测试数据集上表现出较好的预测稳定性和一定的泛化能力。
表11  不同算法对NCA1和NCA2电池RUL预测性能对比
Table 11  Comparison of RUL prediction performance for batteries NCA1 and NCA2 using different algorithms
	电池
	算法
	RMSE
	MAE
	R2

	NCA1
	COA-BP-Wiener
	7.2345
	5.6781
	0.9949

	
	DBO-BP-Wiener
	9.9686
	8.5018
	0.9904

	
	LSTM-Wiener
	12.9856
	9.7371
	0.9837

	
	BP-Wiener
	14.2500
	12.7085
	0.9803

	
	BP
	31.4948
	21.6244
	0.9039

	NCA2
	COA-BP-Wiener
	11.3137
	8.2746
	0.9872

	
	DBO-BP-Wiener
	35.0278
	31.4250
	0.8777

	
	LSTM-Wiener
	31.8762
	27.4215
	0.8987

	
	BP-Wiener
	37.4992
	33.2770
	0.8599

	
	BP
	42.1410
	29.7028
	0.8230


表11展示了NCA1与NCA2电池的RUL预测性能指标。COA-BP-Wiener模型在两项实验中各项指标整体表现较优，预测误差低于其他对比算法。
以NCA1电池为例，该模型在RMSE、MAE和R²上均取得较优结果。相较于其他对比算法，其预测的RMSE降低幅度在27.43%~77.03%之间，MAE降低幅度在33.21%~73.74%之间，R²提升幅度在0.45%~10.07%之间。
在NCA2电池上，模型同样展现出较高的性能优势：相较于其他对比算法，其RMSE降低幅度在67.70%~73.15%之间，MAE降低幅度在73.67%~75.13%之间，R²提升幅度在12.48%~19.95%之间。
上述结果表明，COA-BP-Wiener模型在本研究所测试的不同电池类型、温度与倍率条件下表现出较好的预测性能和一定的适用性。
4 结论
针对锂离子电池RUL预测中存在的非线性强、随机性大及不确定性难以量化问题，本研究提出了一种融合COA-BP模型与Wiener过程的两阶段预测方法。首先，选取恒流充电时间作为健康因子，利用COA优化BP神经网络的初始权重与阈值，构建COA-BP模型，实现对电池老化轨迹的较好跟踪。随后，基于Wiener过程建立随机退化模型，利用预测得到的健康状态序列估计漂移系数与扩散系数，最终实现RUL的概率性预测。实验研究表明：
（1）在健康状态预测阶段，针对神经网络模型对初始权重敏感且易陷入局部最优的问题，本研究引入的COA算法展现了较好的全局寻优能力。实验表明，COA-BP模型能够有效捕捉电池老化过程中的非线性退化特征，提升了HI的预测精度。相比于传统神经网络模型，该方法在不同电池数据集上均实现了更低的误差，为后续的寿命预测提供了高质量的退化轨迹基准。
（2）在剩余寿命预测阶段，引入Wiener过程对电池退化中的随机性与不确定性进行刻画。基于前述HI预测结果，建立随机退化模型并实现RUL的预测。该方法在一定程度上改善了传统数据驱动模型在寿命后期外推能力不足的问题，使预测结果在接近失效阈值时表现出较好的收敛性与可靠性。
综上所述，本研究构建的COA-BP-Wiener两阶段模型能够较为有效地刻画电池老化过程的非线性与随机性，在所测试电池数据上表现出较好的预测准确性与稳定性，可为锂离子电池剩余寿命概率预测提供参考。
需要说明的是，本研究仍存在一定局限性。首先，实验主要基于有限数量的电池样本和特定实验条件开展，虽然进一步引入公开数据集对模型进行了验证，但模型在更多类型电池及更大规模样本上的适用性仍需进一步检验。其次，本研究实验条件相对稳定，尚未充分考虑不同环境温度、不同充放电倍率以及复杂实际运行工况对电池老化轨迹和RUL预测结果的影响。因此，后续研究将进一步扩展电池样本规模和工况范围，结合不同温度、不同倍率及实际运行场景下的老化数据，对模型的适用性进行更全面的验证。
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