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[bookmark: 一级标题序号_1][bookmark: 一级标题_2]0  引  言
[bookmark: 正文段落_2]自动调制分类（Automatic Modulation Classification, AMC）技术是无线通信领域非合作通信的关键组成部分。其核心任务是在接收信号调制类型未知的情况下，自动对信号进行分类[1-2]。随着无线通信技术的快速发展[3]，调制方案的种类越来越多样化，无线设备的数量也在迅速增加，导致通信环境日益复杂。因此，在复杂场景下，自动调制分类学者一直致力于简化算法复杂度，探索更有效的先验条件以提高识别准确度[3-5]。
[bookmark: 正文段落_4]传统的AMC方法分为两类：一种是基于似然的方法[6-9]，另一种是基于特征的方法[10-12]。基于似然的方法从信号样本中计算似然函数进行调制分类，但需要进行盲信道估计，增加了分类的复杂性。另一方面，基于特征的方法利用人工设计的特征提取算法和经典的机器学习分类器来识别各种信号的调制模式；虽然这些方法的计算复杂度相对较低，但特征的选择严重依赖于人工分析，这可能会导致性能次优。
[bookmark: 正文段落_6][bookmark: OLE_LINK3]近年来，AMC方法凭借其先进的特征提取和模式学习能力，有效降低了对先验知识和人工设计特征的依赖，成为该领域的研究热点。文献[13]率先将卷积神经网络（Convolutional Neural Network, CNN）引入无线电信号的调制识别，其研究表明CNN能够显著提高调制信号的识别精度。随后，文献[14]提出采用循环神经网络（Recurrent Neural Network, RNN）对IQ路信号中的时间依赖性信息进行建模。该模型在处理噪声条件下的信号分类任务中表现出优异的鲁棒性及识别精度，展现出与传统卷积神经网络相比更强的时间动态特征捕捉能力。文献[15]进一步发展了这一研究，利用长短时记忆（Long Short-Term Memory, LSTM）网络从输入的AP（Amplitude-phase）信号中提取时间特征，并结合随机擦除和注意力机制，显著提升了模型在低信噪比条件下的性能表现。此外，考虑到CNN和RNN在序列数据处理方面的互补性，通过探索无线电信号[11]的时空特性，提出了一种基于CNN-LSTM的双流结构来执行AMC任务。这些网络模型有效地提升了分类精度，但也导致了算法复杂度的增加。
[bookmark: 正文段落_8][bookmark: OLE_LINK28][bookmark: OLE_LINK29]为解决此类问题，提出了基于自注意力机制与多通道网络的调制信号分类识别算法。混合数据增强模块（MDA）[16-19]将输入模型中的信号进行了随机掩蔽和旋转操作作为噪声添加处理。将处理后的样本输入到双通道网络中进行特征提取，第一通道的CNN-Self-Attention-Relative Positional Encoding提取信号的空间特征，第二通道的GRU网络提取信号的时间特征。最后将特征进行融合。通过将自注意力机制和相对位置编码加入CNN通道，使模型在处理具有复杂依赖关系和时序信息的数据时能够拥有更好的泛化性和鲁棒性，从而提高了整体性能。
[bookmark: 一级标题序号_2][bookmark: 一级标题_4]1  基于自注意力机制与多通道网络的调制信号分类识别算法
[bookmark: 正文段落_10][bookmark: OLE_LINK8][bookmark: OLE_LINK9][bookmark: OLE_LINK254][bookmark: OLE_LINK255]基于自注意力机制与多通道网络的调制信号识别算法由输入模块、混合数据增强模块（Mixed Data Augmentation, MDA）、双通道网络（CNN-GRU）、自注意力机制和相对位置编码（Self-Attention with Relative Positional Encoding, SARP）组成，提出的双通道网络架构第一通道由三个CNN层和自注意力机制（SA）以及相对位置编码（Relative Positional Encoding, RPE）组成，其中第一个CNN层包括128个1×3的卷积核，第二个CNN层包含256个2×3的卷积核；第三个CNN层为深度可分离卷积（Depthwise Separable Convolution, DSC）。第二通道由相对位置编码（RPE）和GRU层组成，其中两个GRU层均包含32个单元。
[bookmark: 正文段落_12]算法整体架构如图1所示。

[bookmark: 中文图序_1][bookmark: 中文图题_1]图1  本文算法整体架构
[bookmark: 二级标题序号_3][bookmark: 二级标题_2]1.1  基于门控循环单元（GRU）的提取器




[bookmark: 正文段落_14]在时间建模能力方面，GRU模型与LSTM相似。然而，GRU拥有更少的参数和较LSTM模型更简单的结构，使其更适合计算资源有限的场景。图2直观地展示了GRU单元的结构，它由重置门和更新门组成，GRU结构图如图3所示。下面来描述一下如何计算第个隐藏单元的激活。首先，重置门是由式（1）计算：

[bookmark: 公式_6]		（1）







[bookmark: 正文段落_怀疑_88]式中：和分别为输入和之前的隐藏状态；为logistic sigmoid函数；和是全连通层的权值矩阵；为偏置参数。更新门由式（2）计算：

[bookmark: 公式_13]		（2）




[bookmark: 正文段落_怀疑_89]式中：和为全连接层的参数；为偏置参数。然后，提出的单元的实际激活：

[bookmark: 公式_17]		（3）
[bookmark: 正文段落_怀疑_90]其中：

[bookmark: 公式_19]	（4）




[bookmark: 正文段落_怀疑_91]式中：和是完全连接层的权重矩阵；为偏置参数；为双曲正切函数。

图2  GRU单元图

图3  GRU结构图
[bookmark: 二级标题序号_4][bookmark: 二级标题_4]1.2  自注意力机制
[bookmark: 正文段落_24]注意力网络最初来源于Transformer模型[20]，用于建模输入数据中元素之间的依赖关系。与传统的卷积神经网络（CNN）不同，自注意力机制允许模型在处理数据时根据上下文动态地调整每个位置的权重，赋予网络更多的灵活性和表达能力。在本研究中，将自注意力机制集成到卷积神经网络（CNN）中，用于改进特征的加权和选择，从而提升模型对输入数据的学习能力。特别是在时序或序列数据中，捕捉长距离依赖关系能够显著提高模型的性能。本文的自注意力机制工作流程如下：
[bookmark: OLE_LINK12][bookmark: OLE_LINK13][bookmark: 正文段落_26]1）计算注意力权重
[bookmark: 正文段落_28]在自注意力机制中，首先需要计算每个位置与其他位置的相对重要性，即计算注意力权重。具体公式如下：




[bookmark: 正文段落_30]假设输入特征为，其中是序列长度，是每个位置的特征维度。计算每个时间步的注意力权重：

[bookmark: 公式_22]		（5）



[bookmark: 正文段落_32]式中是时间步和之间的相似度，通常通过点积来计算：

[bookmark: 公式_25]		（6）


[bookmark: 正文段落_怀疑_92]式中：和分别是查询和键的权重矩阵。
[bookmark: 正文段落_36]2）计算自注意力加权
[bookmark: 正文段落_38]利用计算得到的注意力权重对值进行加权。加权输出为：

[bookmark: 公式_27]		（7）

[bookmark: 正文段落_40]式中是加权求和后的特征表示，表示每个时间步的上下文信息。
[bookmark: 正文段落_怀疑_93]3）残差连接
[bookmark: 正文段落_44]最后，为了保留原始输入的信息并减少深度神经网络中的梯度消失问题，加入残差连接。公式如下：

[bookmark: 公式_29]		（8）

[bookmark: 正文段落_怀疑_94]这里的是加权后的输出。通过残差连接，网络可以更好地学习深层次的特征，同时保持信息的传递。
[bookmark: 二级标题序号_5][bookmark: 二级标题_6]1.3  相对位置编码
[bookmark: 正文段落_48]在序列数据处理中，位置编码是为了提供序列元素在时间或空间上的位置信息。在Transformer等模型中，传统的位置编码是通过绝对位置编码实现的，通常使用正弦和余弦函数生成编码。在这种编码方法中，每个位置的编码是固定的，与其他位置无关。然而，由于绝对位置编码无法捕捉到序列中位置之间的相对关系，因此，为了更好地捕捉到这种相对位置关系，在一些任务中采用了相对位置编码。相对位置编码的关键在于它不依赖于每个位置的绝对值，而是根据位置之间的相对距离来编码位置信息，这对于序列的长范围依赖关系建模非常有效。
在信号为因果信号的情况下，普通Transformer无法识别到信号的相对位置关系，为了解决这一问题，在自注意力机制之前引入了相对位置编码。
[bookmark: 正文段落_52]本文提出的相对位置编码其工作流程如下：
[bookmark: 正文段落_54]1）生成位置向量


[bookmark: 正文段落_56]首先，为每个输入的序列生成位置向量。假设有一个长度为的输入序列，其中每个元素具有位置。


[bookmark: 正文段落_58]位置向量可以简单表示为一个标量，即表示元素在序列中的相对位置。例如：


[bookmark: 公式_35]	，  	（9）

[bookmark: 正文段落_60][bookmark: 一级标题序号_6][bookmark: 一级标题_6]2）计算倍数因子

[bookmark: 公式_37]		（10）



[bookmark: 正文段落_62]式中：是当前位置编码的维度索引；是位置编码的总维度数；10 000是一个常数，它影响频率的大小和变化；用于调整正弦和余弦函数中频率的变化。
[bookmark: 正文段落_怀疑_95]3）计算正弦和余弦值
[bookmark: 正文段落_66]位置编码是通过正弦和余弦函数的组合来计算的。公式如下：

[bookmark: 公式_39]		（11）

[bookmark: 公式_41]		（12）
[bookmark: 正文段落_怀疑_96]4）拼接正弦和余弦值形成位置编码
最终，所有位置的正弦和余弦值将被拼接成一个完整的相对位置编码向量，表示位置的相对位置编码：

	（13）
2  实验结果与讨论
[bookmark: 正文段落_76]本实验采用RML2016.10a数据集[16]，该数据集包括建模真实信道频偏所需的各种效果。在实验中，将数据集按6:2:2的比例进行划分。具体来说，对于每个SNR的每种调制类型，随机选择132 000个信号作为训练数据，44 000个信号作为验证数据，44 000个信号作为测试数据。SNR范围为−20~18 dB，长为2 dB。提供了多样的信号环境，可以用于评估不同噪声条件下的通信系统性能[17]。有关数据集的详细信息如表1所示。
[bookmark: 正文段落_78]在训练期间，初始学习率设置为0.03，若15个epoch没有明显效果则衰减30%。模型训练了300个epoch，使用Adam作为优化器，权重衰减为0.03。批大小设置为600。此外，CGNet使用了0.01的权重衰减（L2正则化），该权重衰减在使用的数据集上经过了精心的性能调优，以减少过拟合问题。
[bookmark: 正文段落_怀疑_79]表1  RML2016.10a数据集详细信息
	[bookmark: 表格_1]数据
	详情

	数据名称
	RML2016.10a

	调制方式数量
	11

	调制方式
	BPSK,8PSK,QPSK,QAM16,
QAM64,BFSK.CPFSK,PAM
WB-FM,AM-SSB,AM-DSB

	每个样本的格式
	2×128

	每符号的样本数
	8

	样本数量
	220 000

	信噪比SNR(dB)
	－20:18


[bookmark: 二级标题序号_7][bookmark: 二级标题_8]2.1  不同网络间的对比实验
[bookmark: 正文段落_81][bookmark: OLE_LINK16][bookmark: OLE_LINK17][bookmark: OLE_LINK14][bookmark: OLE_LINK15]为验证本文提出的CGNet在调制信号识别中的性能，将其与CNN-LSTM[21]、ResNet[22]、DenseNet[23]、MCLDNN[24]、PET-CGDNN[25]进行对比实验，信号识别准确率如图4和表2所示。
[bookmark: 正文段落_83]通过表2可知，本文提出的网络模型CGNet的准确率最高为92.6%。与其他网络模型相比，DenseNet由于过度处理信息并引入不必要的复杂性，导致准确率较低，仅为81.5%。ResNet网络模型通过更深层的网络结构和残差连接，能够更有效地捕捉复杂信号特征，准确率相比DenseNet有所提高，为84%。CNN-LSTM网络模型结合了CNN和LSTM，准确率达到了87.2%。PET-CGDNN是一种基于相位参数估计的轻量级AMC模型，以卷积神经网络（CNN）和门控循环单元（GRU）作为特征提取层。其准确率为89.7%。MCLDNN网络由于采用三输入结构，并通过特征融合更好地捕捉信号特征，准确率较高，为91.4%。
[bookmark: 嵌入式图形_3][image: ]
[bookmark: 中文图序_3][bookmark: 中文图题_3]图4  不同网络模型准确率对比图


表2  不同网络模型准确率对比
	[bookmark: 表格_2]模型
	平均准确率
	高信噪比下（SNR > 0）的平均准确率

	CNN-LSTM
	58.9%
	87.2%

	ResNet
	57.4%
	84.0%

	DenseNet
	56.3%
	81.5%

	MCLDNN
	61.4%
	91.4%

	PET-CGDNN
	60.4%
	89.7%

	MDA+CGNet+SARP
	63.2%
	92.6%



[bookmark: 二级标题序号_8][bookmark: 二级标题_10]
2.2  网络模型混淆矩阵分析
[bookmark: 正文段落_85]为研究不同网络模块对各个调制类型的分类
识别率，SNR=0 dB时MDA+CGNet+SARP、DenseNet的混淆矩阵如图5所示


[bookmark: 嵌入式图形_5][image: ][image: ]
[bookmark: 英文图注_1]a）  MDA+CGNet+SARP                        b）  DenseNet

[bookmark: 正文段落_怀疑_87]图5  SNR=0 dB时网络模型的混淆矩阵
[bookmark: 正文段落_89]
由图5可以看出，在SNR=0 dB的条件下，DenseNet的混淆矩阵显示出更多的误分类情况，特别是在某些相似调制信号之间，分类边界较为模糊。相比之下，CGNet的混淆矩阵对角线相对清晰。其中MDA+CGNet+SARP由于引入了SARP，使得模型在分类QAM、WBFM等易混淆信号时更加精准，信号的识别准确率更高。
[bookmark: 正文段落_91]最后实验得出了本文模型由所有信噪比计算的模型混淆矩阵如图6所示。
[image: ]
[bookmark: 中文图序_4][bookmark: 中文图题_4]图6  所有信噪比计算的模型混淆矩阵
[bookmark: 正文段落_93][bookmark: 一级标题序号_9][bookmark: 一级标题_8]由图6看出，本文提出的模型对多数的调制信号都有很好的识别率。但是，在某些易混淆信号中依旧存在不足之处。
3  结  语
[bookmark: 正文段落_怀疑_97]本文提出了基于自注意力机制与多通道网络的调制信号分类识别算法，使用混合数据增强算法（MDA）提高神经网络对信号特征的提取能力。提升模型的鲁棒性和泛化能力，使其更好地适应不同的信号变化，解决了神经网络提取信号特征不足的问题。使用双通道网络结构使模型可以充分的提取样本信号的时间特征和空间特征。最后通过在CNN通道增加自注意力机制和相对位置编码，提升了CNN在全局信息建模上的能力，能够在提取局部特征的同时，捕捉长程依赖和全局上下文，同时增强了模型处理长序列数据时的表现，使得模型能够理解并利用序列中元素之间的相对位置关系，从而提高序列建模的能力。实验证明，本文提出的算法在提高信号识别准确率上效果显著。未来的研究将致力于降低算法复杂度，同时保持甚至进一步提升调制信号识别的准确率。
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